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Resumen
Palabras clave: Red neuronal convolucional, rendimiento, odometria visual, LIDAR,

Tensorflow, vehiculo auténomo, INSIA.

Los vehiculos auténomos son ya practicamente una realidad y sus primeras

implementaciones comienzan a aparecer. Y con ellas los primeros problemas.

En este proyecto se ha querido abordar uno de ellos, concretamente el problema de
odometria. Este problema es especialmente importante en un vehiculo auténomo debido
a que para su posicionamiento este, debe fiarse tnicamente de los sensores a los que
tiene acceso, los cuales pueden tener errores importantes que lleven a consecuencias
muy graves. Por ello, la motivacion de este trabajo es proporcionar al vehiculo una nueva
manera de auto localizarse con el fin de minimizar estos errores y con ello sus

consecuencias.

En este proyecto, se ha tratado de desarrollar algoritmos que realicen una odometria
visual a partir de los datos de un sensor LIDAR mediante redes neuronales. Aunque
también, se ha tratado enfocar el trabajo en el estudio del funcionamiento y rendimiento

de las redes neuronales implementadas sobre Tensorflow.

Para realizar este proyecto, este se ha dividido en varias fases. Una primera fase de
familiarizacién con las redes neuronales, redes neuronales convolucionales y
Tensorflow. A continuacién, se han desarrollado algoritmos relativamente sencillos de
odometria visual, con los que se han realizado estudios del comportamiento y

rendimiento de Tensorflow y del Hardware, con distintas configuraciones del mismo.

Por dltimo, una vez realizada la experimentacién con el Hardware y habiendo
encontrado las configuraciones mds adecuadas, se ha estudiado més detenidamente el
rendimiento del Software, para lo cual se han desarrollado mucho mas las arquitecturas
de las redes neuronales utilizadas tratando de hacerlas mas precisas. Y utilizando

técnicas que no se conocian anteriormente.

Para finalizar, de toda esta experimentacion se han extraido una serie de conclusiones,
concernientes tanto a la arquitectura Hardware optima a utilizar en este tipo de sistemas,
como a las técnicas de implementaciéon de redes neuronales convolucionales mediante

Tensorflow que proporcionan una fiabilidad més alta.






Abstract

Keywords: Convolutional neuronal network, performance, visual odometry, LIDAR,

Tensorflow autonomous vehicle, INSIA.

Autonomous vehicles are practically a reality and their first implementations begin

to appear. And with them the first problems.

In this project we wanted to address one of them, specifically the problem of
odometry. This problem is especially important in an autonomous vehicle because for
its positioning, it must rely only on the sensors to which it has access, which can have
important errors that lead to very serious consequences. Therefore, the motivation of
this work is to provide the vehicle with a new way of locating itself in order to minimize

these errors and thereby its consequences.

In this project, we have tried to develop algorithms that perform a visual odometry
from the data of a LIDAR sensor through neural networks. Although also, it has been
tried to focus the work in the study of the functioning and performance of the neural

networks implemented on Tensorflow.

To perform this project, it has been divided into several phases. A first phase of
familiarization with neural networks, convolutional neural networks and Tensorflow.
Then, relatively simple algorithms of visual odometry have been developed, with which
studies of the behaviour and performance of Tensorflow and the Hardware have been

carried out, with different configurations of it.

Finally, once the experimentation with the Hardware has been done and having
found the most appropriate configurations, the performance of the Software has been
studied more carefully, for which the architectures of the neural networks used have
been developed much more trying to make them more precise. And using techniques

that were not previously known.

To conclude, a series of conclusions have been drawn from all this experimentation,
concerning both the optimal hardware architecture to be used in this type of systems,
and the techniques for implementing convolutional neural networks using Tensorflow

that provide higher reliability.
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1 Introduccion

En la actualidad, estd habiendo mucha controversia en materia de vehiculos
auténomos, debido a recientes incidentes en los que ha acabado herida alguna persona.
Todos los grupos de investigacion dedicados a los vehiculos auténomos tienen muy
presente el compromiso de seguridad y fiabilidad que estos deben tener. Por ello se
quiere ayudar en esta materia con este proyecto. El contenido del mismo se espera que

pueda llegar a ser implementado en el futuro en un vehiculo auténomo.

El objetivo de este proyecto es desarrollar una red neuronal convolucional que realice
una odometria visual de los datos recogidos de un laser scanner, Velodyne Lidar 16
canales (1). A su vez se ha realizado un estudio del rendimiento tanto del framework
para el desarrollo de tensores, Tensorflow (2) como del Hardware utilizado, cuyos

resultados son los que se exponen en este proyecto.

Para alcanzar este objetivo se ha utilizado Tensorflow como base para la
implementacion en Python 3.5 de una red neuronal convolucional. En cuanto al
Hardware utilizado, ya que la computacién de redes neuronales resulta bastante lenta
sobre CPU, se ha realizado sobre sistemas con GPUs y mediante las librerias incluidas

en Tensorflow (3) se ha podido ejecutar la red neuronal sobre éstas.

Los sistemas sobre los que se ha trabajado son los siguientes. En una primera fase se
ha utilizado un equipo disponible en el grupo de investigacion en el que se ha trabajado,
que esta en el INSIA (4), este servidor en un principio contaba con una tarjeta grafica
Nvidia GTX 1080 Ti, a la que fue ahadida otra tarjeta grafica cedida por envidia, una

Nvidia Titan X. Ambas tarjetas soportan ejecucién con CUDA y cuDNN.

Mas adelante, durante la segunda fase del proyecto se recibié una subscripcion a
Azure (5), cedida por Microsoft, que ha permitido virtualizar un equipo con 4 tarjetas

graficas Nvidia Tesla K80, mucho mas potentes que las anteriores.

En la primera fase del proyecto, en donde las pruebas se realizaron sobre la maquina
local, se estuvo investigando en las diferentes configuraciones de hardware disponibles,
a través de Tensorflow. Aqui, se realizéd un estudio de los comportamientos de las

tarjetas graficas, asi como de la velocidad de ejecucion y aprendizaje de la red neuronal.

En la segunda fase del proyecto, con los comportamientos de los dispositivos ya
identificados se mejoré en gran medida la arquitectura e implementacién de la red
neuronal. Y a su vez el trabajo se centré el estudio en el rendimiento software,

enfocdndose principalmente en la velocidad de aprendizaje.
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Durante el desarrollo y experimentacion de este trabajo se han extraido una serie de

conclusiones que se exponen al final del mismo.

En el desarrollo de esta memoria se expone el estado del arte en materia de vehiculos
auténomos, ya que la finalidad y motivacién de este proyecto es que en un futuro lo
desarrollado en este proyecto se implemente en uno de ellos. Y se expone también un

breve estado del arte de la inteligencia artificial.

Para finalizar esta memoria, se exponen las lineas de investigacion propuestas para la

continuacién de este proyecto, hacia su objetivo final.
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2 Estado del Arte

En este apartado se van a abordar los cambios y avances que han sufrido las

tecnologias que actualmente se utilizan en los vehiculos auténomos.

2.1 Historia de los vehiculos autonomos

3 1898 Teleautomaton Tesla

~» 1916 Torpedo aéreo de Spermy

A 1955 LAV

~» 1970 Seguridad pasiva en vehiculos
Seguridad activa en vehiculos

Primer vehiculo auténomao

1880 1900 1920 1940 1960 1980 2000 2020

Figura 1: Linea de tiempo

2.1.1 Lapatente que cambio el mundo

El Teleautomaton de Nikola Tesla (1856-1943), es considerado el primer dispositivo a
control remoto. Este dispositivo era un pequefio submarino controlado mediante ondas
de radio, mediante las cuales se abrian o cerraban circuitos eléctricos en el interior del

submarino, que suponian las instrucciones bésicas.

Figura 2: Teleautomaton de Tesla

En noviembre de 1898, la Oficina de Patentes concedio la patente de su dispositivo a

Tesla.
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2.1.2 Torpedo aéreo de Sperry (Primer piloto automatico)
El torpedo aéreo de Sperry, también conocido como bomba volante, es considerado
el primer piloto automatico. El sistema consiste en un giroscopio estabilizador a través

del cual se mantiene un avién volando en linea recta durante una determinada distancia.
La primera demostracion fue realizada en 1916 para demostrar su viabilidad.

2.1.3 UAV (Vehiculo aéreo no tripulado)
Los UAV o vehiculos aéreos no tripulados son la evolucion del torpedo aéreo de
Sperry. Estos dispositivos son capaces de mantener de manera auténoma un nivel de

vuelo controlado y sostenido, y propulsado por un motor.

Para que una aeronave sea considerada como UAV debe ser capaz de realizar de

forma auténoma tanto el vuelo sostenido como el despegue y aterrizaje.

En la actualidad existe una gran variedad de modelos de distintas formas y tamafios.
Y son operados principalmente en el &mbito militar. En la Figura 3: UAV, se puede ver
la imagen de un UAV MQ-9 Reaper.

Figura 3: UAV

2.1.4 Seguridad pasiva en los vehiculos

En los inicios de los afios 70 se comenzé a tomar conciencia de la seguridad en el
ambito de la automocién. Durante estos afios, concretamente en 1974 entr6 en vigor la
normativa de Trafico que obliga el uso del cinturén. A partir de ese momento cada vez
son més las normativas que se han desarrollado y los cambios que han sufrido las

antiguas normativas, para la proteccion del ocupante del vehiculo.

2.1.5 Seguridad activa en los vehiculos
La seguridad activa en los vehiculos la componen todos aquellos elementos que
aumentan la estabilidad del vehiculo en movimiento y, en la medida de lo posible, evitan

accidentes.
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Uno de los componentes de seguridad activa mas conocidos es el ABS, sistema
antibloqueo de frenos. Este dispositivo reduce la distancia de frenado manteniendo la

capacidad de cambiar de direccién sin bloquear las ruedas.

La primera aparicion de este dispositivo fue en el afio 1970 cuando Bosch desarrollo

una primera version.

2.1.6 Lanzamiento del primer vehiculo auténomo

Los primeros atisbos de un vehiculo auténomo fueron en el afio 1980 gracias a una
furgoneta guiada por vision artificial de Mercedes-Benz. Esta furgoneta fue disefiada por
un equipo de la Universidad de Munich que condujo hasta a 100 km/h en calles sin

trafico.

Gracias a este proyecto, en la que la comisién europea mostro interés e invirtié 800
millones de euros, arrancé el proyecto EUREKA Prometeus cuyo objetivo era el

desarrollo de un vehiculo auténomo.

En ese momento se inici6 la carrera para el desarrollo de un vehiculo auténomo en la

que estamos sumergidos en la actualidad.

Figura 4: Vehiculo auténomo de Google

En la Figura 4: Vehiculo auténomo de Google se puede ver la imagen del vehiculo
auténomo de Google, una de las empresas mdas avanzadas en el sector de los vehiculos

auténomos.

2.2 Tecnologias

En este apartado se expondrén las tecnologias que se encuentran habitualmente en
un vehiculo auténomo actual, asi como su cometido y su potencial en el sistema. En un
vehiculo auténomo se pueden encontrar gran cantidad de sensores, esto se debe a que
estos son el tinico medio de conocer el entorno que lo rodea. Por lo que de ellos depende

la seguridad del sistema durante la conduccion.
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Figura 5: Estructura de sensores en un vehiculo auténomo

En la Figura 5: Estructura de sensores en un vehiculo auténomo, se puede observar
el esquema de sensores general de un coche auténomo. En él se pueden encontrar todos

los sensores que van a ser tratados en detalle a continuacion.

En la lista siguiente se indica la correspondencia de cada sensor especifico con cada

area de interés en la imagen.

e Lidar (Front Laser)

e Camara (Camera)

e Camara estéreo (Camera/Mid-Range Radar)

e Radar (Long-Range Radar/Master-Slave Radar)
e GPS (Interno)

e IMU (Interno)

e Ultrasonido (Méster-Slave Radar)

2.2.1 LIDAR

18



Figura 6: Sensores LIDAR

LIDAR siglas en inglés de “Laser Imaging Detection and Ranging”, es un dispositivo
habitualmente conocido como l4ser scanner, que usa un haz pulsado de laser para medir

distancias.

Un laser scanner Lidar es capaz de medir con precision distancias de hasta 100 metros

aproximadamente, pudiendo variar dependiendo del modelo.

De él se obtiene una nube de puntos tridimensionales con unas coordenadas en un
sistema de coordenadas local respecto al laser en 360 grados y con una amplitud vertical
que varfa dependiendo del modelo. En el Velodyne Lidar de 16 canales, el mas

extendido, se puede encontrar una amplitud vertical de 30 grados.

Consta de uno o varios canales cada uno de los cuales es un laser que gira y realiza

una medicion a una frecuencia fija.

Este tipo de sensor se encuentra en practicamente todos los coches auténomos
actuales siendo muy dtiles para el mapeo del entorno, asi como para deteccién de
obstaculos. También han sido desarrollados mdltiples algoritmos de auto localizaciéon
(SLAM) donde se ha demostrado su gran utilidad, a pesar de la gran cantidad de datos

a manejar.

En la Figura 7: Imagen sensor LIDAR, se puede ver la imagen devuelta por un Lidar
HDL-E de 64 canales. Se puede observar su gran resolucion y distinguir de manera
répida los obstaculos del fondo. En la imagen se pueden distinguir distintos colores en
la nube de puntos debido a que el Lidar también devuelve el valor de intensidad del
punto en que ha rebotado, permitiendo realizar una segmentacion de la nube de puntos
por colores. Ademas, es capaz de devolver dos impactos si el objeto es relativamente

transparente con lo que podemos obtener una medicién tanto del objeto como del fondo.

Figura 7: Imagen sensor LIDAR
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2.2.2 Camara

Figura 8: Camara Mobileye

Se usan camaras de propésito general para realizar trabajos de segmentacion,
localizacién y deteccion de sefiales. Pero uno de los modelos mas extendidos es la camara

desarrollada por Mobileye.

La cdmara Mobileye, como la que se puede ver en la Figura 8: Camara Mobileye, es
capaz detectar vehiculos, bicicletas y peatones, aparte de hacer tracking de estos,
pudiendo obtener su velocidad y trayectoria. También es capaz de reconocer sefiales de

trafico.

La cdmara se conecta a la centralita del vehiculo a través del CAN Bus, con lo que
tiene acceso a todos los parametros del vehiculo tales como la velocidad y direccién, que
le permite realizar un andlisis de riesgos de cada objeto de la calzada. Todo esto es
realizado mediante un procesamiento interno con lo que no se ha de realizar un post

proceso de la imagen con el consiguiente ahorro en tiempo de reaccién.

De ella se obtiene una evaluacion del entorno, esto se puede observar en la imagen
siguiente donde se pueden ver los datos obtenidos de la cAmara sobre una imagen

sincronizada de una cdmara de propdsito general.

Figura 9: Visién de una cimara Mobileye

Se puede observar que reconoce varios vehiculos en la carretera y su riesgo en la
conduccion, se puede observar también la linea azul que representa la trayectoria

seguida por el vehiculo de enfrente. También ha detectado la bicicleta y varios peatones.
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Se puede ver que detecta los vehiculos aparcados e indica que no suponen un riesgo

para la conduccién marcandolos en verde.

2.2.3 Camara estéreo

Figura 10: Camara estéreo

Una cdmara estéreo es un dispositivo con dos o mas lentes las cuales recoge una
imagen por cada lente permitiéndole simular la visiéon binocular humana. Esto le
permite tener una visiéon 3D con lo que puede hacer mediciones de distancia y

profundidad.

El procesamiento de la imagen de este tipo de caAmaras es similar a la de las camaras
normales como la cdmara Mobileye, de la que se ha hablado anteriormente. Pero con el
potencial que le da poder medir distancias mediante triangulacién entre las iméagenes de

las dos lentes. Tal como es percibida la profundidad por los humanos.

Figura 11: Vision de una camara estéreo

En la Figura 11: Visién de una camara , se puede ver la imagen que se obtiene de una
camara estéreo, concretamente la cAmara ZED. Se puede observar que se obtiene una
imagen en escala de grises, los tonos mds claros representan puntos mds cercanos en

cambio los tonos més oscuros representan los puntos mas alejados.

El verdadero potencial en el uso de esta cAmara esta en que se unifica la capacidad de
un laser y una camara. En cuanto al laser obtenemos la capacidad de medir distancias
como se ha comentado antes, y de la cdmara tenemos la resolucién de puntos, mucho
mayor a la de un ldser scanner. Con esto también se consigue simplificar el
procesamiento, ya que el procesamiento de los planos de profundidad con una camara

normal con algoritmos como el Z-Buffer es muy costoso.
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2.2.4 Radar

Figura 12: Radar

Los radares son otro de los sensores mds usados en los coches auténomos, estos

dispositivos utilizan ondas de radio para medir distancias.

A diferencia de los sensores LIDAR que trabajan con pulsos de luz, los radares
trabajan en EHF, Extremely High Frequency, esta se corresponde a la banda de 30 a 300

gigahercios, definida por la Unién Internacional de Telecomunicaciones.

Estos tienen dos cometidos principales segtin su configuracién. Pueden ser usados
para medir a largas distancias, més alla del alcance de un sensor LIDAR o para detectar
objetos en las proximidades. Se suelen usar para detectar obstaculos en los puntos ciegos
del vehiculo o distancias pequefias, menores a 10 metros en las partes frontal y posterior

del vehiculo.

Se suelen usar debido a su bajo coste y pequefio tamafio en comparaciéon con los
sensores LIDAR.

2.2.5 GPS

Figura 13: GPS

El sistema GPS o Sistema de Posicionamiento Global, consiste en una red de satélites,
desarrollada e instalada por el Departamento de Defensa de Estados Unidos, que
permite a cualquier dispositivo con un chip GPS geolocalizarse de manera relativamente

precisa.
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Existen otros sistemas de posicionamiento menos extendidos como el sistema
GLONASS de la federacion rusa, o Galileo desarrollado por la Unién Europea. Estos
sistemas estdn en auge, concretamente el sistema GLONASS que promete una mayor
precision, por otra parte, el sistema Galileo esta centrando su desarrollo en mejorar la

precisién en zonas polares.

En la actualidad cualquier dispositivo electrénico cuenta con un chip GPS. La
tecnologia actual permite el desarrollo de sistemas GPS de precision submétrica a un
coste asequible. Es un sistema basico en cualquier vehiculo autébnomo, permite una
localizacién relativamente precisa a pesar de su latencia. Un vehiculo puede funcionar
de manera relativamente autébnoma con solo un GPS teniendo previamente mapeada la

carretera y en un entorno controlado, sin obstaculos.

A parte de su uso comun suele ser usado como sistema comun sincronizador entre
los distintos sensores, ya que en su funcionamiento el sistema GPS sincroniza su reloj
con el de los satélites los cuales estdn sincronizados con el reloj atémico. Esto permite a

todo el sistema poder estar sincronizado de manera aislada, en cuanto a conexién a

internet.
2.2.6 IMU
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Figura 14: Unidad de movimiento inercial

La Unidad de Movimiento Inercial, IMU, es un dispositivo compuesto por varios
aceleréometros y giroscopios mediante los cuales es capaz de medir su velocidad y
orientacion. Este dispositivo usa los datos de aceleraciones obtenidas por sus sensores

internos para realizar un tracking de su movimiento.

Los sensores de uso comercial son precisos en cortos periodos de tiempo, pero no se
deben usar durante periodos largos, debido a que tienden a acumular error. Los sensores
de uso militar si pueden ser usados durante largos periodos de tiempo, pero su coste es
demasiado elevado, por ello se suele optar por usar otros métodos de posicionamiento

como principales y reservar este tipo de sensores como método de reserva.
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La Unidad de Movimiento Inercial es un sensor bésico en cualquier vehiculo
autéonomo. A pesar de no ser usada para realizar mediciones directas, se usan para
realizar ajustes a las mediciones de otros sensores, el mas usual es el GPS. Esto se debe a
que la frecuencia de medicion del GPS es mucho maés lenta, lo que significa que el

vehiculo solo supone su posicién a partir de las tltimas mediciones del GPS.

Se suelen usar filtros tales como el Filtro de Kalman, para hacer mas preciso el
conocimiento de la posiciéon entre las mediciones del GPS, ademés de que permite

detectar posibles errores en la medicion.

2.2.7 Ultrasonido

Figura 15: Sensor de Ultrasonidos

Los sensores de ultrasonido son dispositivos capaces de medir la distancia a una
superficie de cualquier material. El tnico requisito es que reboten el sonido. Estos
sensores emiten un sonido en forma de pulso y miden el tiempo que tarda en regresar.

Son precisos en distancias de hasta 6 metros.

En el &mbito de los vehiculos auténomos se suelen emplean en las zonas ciegas del
vehiculo. Su uso mas extendido es como ayuda al aparcamiento, midiendo la distancia
al vehiculo u objeto anterior y posterior. Pero también tiene otros ambitos de uso, por

ejemplo, como indicador en la zona ciega del retrovisor.

2.3 Procesamiento de la informacion

Como se ha visto en el apartado anterior, en un vehiculo auténomo se pueden
encontrar gran cantidad de sensores. Estos arrojan una enorme cantidad de informacién
por segundo, pero esta informacién resulta indtil si no se realiza un procesamiento

adecuado la misma.

En este apartado se veran los métodos méds comunes para el tratamiento de dicha
informacioén, asi como algunos de los algoritmos mas extendidos. También se veran las
principales divisiones en cuanto a procesamiento de informacién que se dan en un

vehiculo auténomo.

2.3.1 Fusion de sensores
Uno de los principales campos en los que se estéd centrando el desarrollo en cuanto a

procesamiento de informacion es la fusién de sensores. La fusién de sensores consiste

24



en procesar de manera conjunta la informacién que se obtiene de varios sensores. El

trabajo de la fusién de sensores es el siguiente:

e Se encargar de recopilar la informacién proveniente de los sensores.

e Procesa la informacién de forma inteligente de manera que detecta posibles
errores en la adquisicion de datos, analiza informacién redundante proveniente de
distintas fuentes y deshecha la informacién innecesaria.

e Genera un nuevo set de informaciéon mas completa y precisa del entorno que
rodea al sistema en ese momento.
Este proceso es una parte critica del sistema e influye directamente en la toma de

decisiones que se vera posteriormente.

La mayoria de los algoritmos desarrollados para realizar este proceso estan basados
en la Inferencia Bayesiana que se verd a continuacién, aunque también existen otros

métodos basados en inteligencia artificial.

2.3.2 Inferencia Bayesiana

La inferencia bayesiana es un tipo de inferencia estadistica que se basa en el teorema
de Bayes y consiste en inferir la probabilidad de una hipétesis a partir de la probabilidad
de varias observaciones. Este tipo de inferencia se aplica en fusién de sensores cuando
de dos o mas sensores se extrae informacién redundante, de la cual se puede inferir otra

informacion més precisa o “creible” en términos de probabilidad.

Como se ha indicado antes existen varios algoritmos basados en la inferencia
bayesiana para abordar el problema de la fusiéon de sensores, algunos de los mas

comunes son los siguientes:

e Filtro de informacidn, que consiste en eliminar informacién redundante y
manteniendo la de mayor probabilidad.

e Filtro de particulas, que es utilizado para estimar el estado un sistema que cambia
en el tiempo.

e Filtro de Kalman, que utiliza una serie de observaciones en el tiempo que tienen
cierta incertidumbre y producen estimaciones de variables desconocidas que
tienden a ser mas precisas que aquellas basadas en una Unica observacién.

2.3.3 Auto localizacién (SLAM)

La auto localizacién o SLAM (Simultaneous location and mapping) por sus siglas en
inglés, es una técnica que consiste en la construccién de un mapa del entorno a medida
que se mueve el vehiculo, a su vez le permite localizarse en el entorno y estimar su
trayectoria. El principal problema que se busca resolver con esta técnica es dar la
capacidad a un vehiculo de ser posicionado en un entorno desconocido y que este sea

capaz de construir un mapa del entorno y localizarse dentro del mismo.
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Esta técnica estéd directamente relacionada con la inferencia bayesiana, que se ha visto
anteriormente, debido al problema de la incertidumbre generada por la inexactitud de
los sensores, ademas de la falta de precision en cuanto a la medicién del movimiento del
vehiculo. Por ello se usa la inferencia bayesiana para determinar exactamente, o al

menos mejorar, la posicion de los obstaculos y la localizacion del vehiculo.

Actualmente, existen dos métodos especialmente extendidos para la implementacion
de esta técnica, el Filtro Extendido de Kalman y los Mapas de Ocupacion de Celdillas.

Estas dos implementaciones destacan por sus diferencias.

El Filtro Extendido de Kalman usa la inferencia bayesiana para definir de manera mas
precisa los objetos y obstaculos del entorno, haciendo mas precisa la localizacién, pero
la linealizacion caracteristica del Filtro Extendido de Kalman, que es lo que lo diferencia
del Filtro de Kalman, provoca que las estimaciones cambien a lo largo del tiempo y no
se correspondan con sus valores reales. Como consecuencia de esto la incertidumbre en
las estimaciones no se corresponde con el verdadero error cometido. A demas el coste
computacional es exponencial respecto al nimero de objetos. A pesar de todo esto es la
implementacion mas extendida debido a que describe el entorno de manera precisa y es

capaz de cerrar bucles.

Los Mapas de Ocupacion de Celdillas se basan en discretizar el espacio es parcelas de
tamarfio fijo que se identifican como ocupadas o vacias con cierta incertidumbre. Esta
implementacién requiere que la posiciéon del vehiculo sea conocida, por lo que se
necesita un método auxiliar que estime la posicién del vehiculo en cada instante. Su
precision permite que el error acumulado sea pequefio, ya que cuanto mas discretizado
este el espacio mayor serd su precision. Algunas de sus ventajas son: su implementaciéon
es sencilla, no requiere definir completamente los objetos, la generacion de trayectorias
se simplifica debido a la particién del espacio en ocupado o vacio, se puede ajustar la
precision del algoritmo a la potencia computacional disponible y puede ser extendido al

espacio tridimensional de manera sencilla.

2.3.4 Detecciony evaluacion de obstaculos
La deteccién y evaluacion de obstaculos la parte del procesamiento de la informacién
mas desarrollada en el tiempo, se han desarrollado mdultiples algoritmos para

implementar este paso dependiendo del sensor al que se aplique.

Para los sensores cuya informaciéon son imagenes como en el caso de cdmaras y
camaras estéreo, por ejemplo, se usan métodos de procesamiento de imagen con el
objetivo de diferenciar los obstdculos del fondo, también se usan para realizar la

segmentacion de carreteras e interpretar las sefiales de tréfico.
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Por otra parte, para aquellos sensores que realizan mediciones de distancias como los
ultrasonidos, radares y laser scanner se utilizan otros tipos de técnicas como el
reconocimiento de objetos mediante algoritmos geométricos, que identifican obstaculos
reconociendo su forma, por densidad de puntos como el algoritmo “Voxel grid”, que
divide el espacio tridimensional en celdillas, ademds de otros algoritmos de

segmentacion de nubes de puntos.

Este paso supone una parte critica en el sistema debido, tanto a que su resultado ha
de ser lo més preciso posible para asegurar el reconocimiento de todos los potenciales
obstaculos de la carretera, como que su tiempo de ejecuciéon ha de ser tiempo real, varios
algoritmos de reconocimiento de obstaculos suelen ejecutarse a la vez e independientes.
Y posteriormente se suelen realizar nuevamente, algoritmos de fusién de datos entre los

resultados de diferentes algoritmos para mejorar el resultado.

En este paso también se realiza el seguimiento y reconocimiento de trayectorias,
“tracking”, de los obstaculos con el fin de mejorar los algoritmos de deteccién e

identificar el riesgo que suponen para el vehiculo.

2.3.5 Planificaciéon de trayectorias
La planificacion de trayectorias o “path planning” son estrategias que se encuentran
en los coches semiauténomos o auténomos. Estas estrategias consisten en definir la ruta

que ha de seguir el vehiculo.
La planificacién de trayectorias se suele dividir en dos niveles:

e Planificacion de la trayectoria global: Que consiste en definir la ruta que va a seguir
el vehiculo desde el punto inicial hasta el destino.

e Planificacién de la trayectoria parcial: Que consiste en definir detalladamente cual
va a ser el movimiento del vehiculo.

Para abordar este problema se suele usar un GPS o un sistema de planificaciéon de
rutas similar, como sistema para planificar la trayectoria global como en la imagen
siguiente, en la que se puede ver la ruta definida por Google Maps para llegar a la
Escuela Técnica Superior de Ingenieria de Sistemas Informaticos desde el edificio del

rectorado de la Universidad Politécnica de Madrid.
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Figura 16: Ejemplo de planificaciéon global de trayectorias

Tras haber definido cuél serd la ruta a seguir, se definen unos checkpoints que dividen
la ruta en segmentos, de longitud variable dependiendo de la ruta, por ejemplo, en una
recta los checkpoints suelen estar més separados entre si, aunque esto depende de la
técnica utilizada. En este punto es cuando entra la planificacion de trayectorias

parcial, esta se encarga de definir la ruta de manera precisa en cada segmento.

En la Figura 17: Aproximacién de trayectoria en una curva mediante curvas de Bézier
se puede observar como la planificacion de trayectorias parcial ha definido la ruta a

seguir en un segmento en el que hay una curva.

The four different paths databases defined
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Figura 17: Aproximacion de trayectoria en una curva mediante curvas de Bézier

En la imagen posterior se puede observar cémo definiria la ruta con un conjunto de

curvas consecutivas, mediante la concatenacion de curvas de Bézier.
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Figura 18: Aproximacion de trayectoria en curvas consecutivas mediante curvas de Bézier (6)

Hasta este punto se supone un entorno estatico, lo que significa que no hay obstaculos
en movimiento. El verdadero problema computacional de estas estrategias es al trabajar

en un entorno de tiempo real en el que hay obstaculos méviles.

2.3.6 Evasion de obstaculos
En entornos reales sobre la planificacion de trayectorias vista anteriormente se aplican
técnicas de evasion de obstaculos, encargadas de modificar la trayectoria original con el

objetivo de evitar los obstaculos que el vehiculo se pueda encontrar.

Habitualmente se definen dos acciones que puede realizar un vehiculo al encontrarse
un obstaculo, adelantar o frenar. Existen multiples técnicas para definir la ruta a seguir
en una maniobra de adelantamiento, la mayoria estdn basadas en el anélisis de grafos,
en las imagenes siguientes se puede ver un ejemplo del resultado de la implementaciéon

de las técnicas de campos potenciales y utilizando l6gica difusa.
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Figura 19: Evasion de obstaculos mediante
campos potenciales (7)

2.3.7 Toma de decisiones
El altimo pasé en el procesamiento de la informacién en un vehiculo auténomo es la

toma de decisiones. Este paso no se suele ejecutar al mismo nivel que la adquisicién y
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procesamiento de datos, si no que se da en un nivel superior, por encima de los

procesamientos de datos individuales de cada sensor.

En este paso, el proceso encargado de la toma de decisiones evalta la informacién
obtenida del procesado de la informacién de cada sensor, asi como la informacion
interna del vehiculo, para actuar de la mejor manera posible dentro de las capacidades
del vehiculo. El sistema ha de tener en cuenta las caracteristicas y limitaciones del
vehiculo, tales como el peso, el agarre, el angulo méximo de giro de las ruedas, la
capacidad de respuesta del motor, etcétera. A demds de lo anterior, el sistema trabaja
siempre bajo unos margenes de seguridad que aseguran la correcta respuesta del

vehiculo en condiciones no ideales.

Habitualmente, la toma de decisiones se encuentra fuertemente condicionada con la
seguridad de las personas, tanto de los pasajeros como de los peatones u otros vehiculos
de la calzada, por lo que las técnicas utilizadas para abordar este problema buscan
en la medida de lo posible evitar cualquier accidente o en caso de que sea inevitable
reducir al maximo los dafios. Los sistemas mds avanzados, en caso de accidente
inevitable, identifican el tipo de obstaculos que encuentra y tratan de evitar los dafios
humanos por encima de todo. Recientemente, ha surgido una tendencia en cuanto a
implementaciéon de estas técnicas, iniciadas por la marca Mercedes Benz en sus
vehiculos, que anteponen la seguridad de los pasajeros del vehiculo aun por encima

de la seguridad de los peatones.

2.4 Conduccion autonoma

En la actualidad, no se puede decir que exista un vehiculo completamente auténomo.
Por ello la Sociedad de Ingenieros de Automocién (SAE, Society of Automotive
Engineers), la organizacién encargada del desarrollo de los estdndares para vehiculos ha
desarrollado una clasificacion de vehiculos auténomos dependiendo de la intervencion

humana necesaria para su circulacion.
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2.4.1 Niveles de clasificacion de coches autonomos

NIVELES DE AUTONOMIA DE UN COCHE
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Figura 21: Niveles de autonomia de un vehiculo auténomo

Los niveles de clasificacién de la autonomia de un vehiculo son 6 como vemos en la
imagen anterior. A continuacién, se va a explicar en qué consiste cada nivel de

autonomia de menos auténomo, nivel 0, a completamente auténomo, nivel 5.

Nivel 0

En este nivel se encuentran los vehiculos que no cuentan con ningtn sistema
auténomo ni de ayuda a la conduccién o similar, por lo que toda la responsabilidad recae
sobre el conductor. Se incluyen en este nivel los vehiculos con sistemas de aviso, como
los sistemas de asistencia de aparcamiento o avisos de obstaculos en el angulo ciego del

retrovisor.

Nivel 1

En el nivel 1 se encuentran los vehiculos con unas capacidades basicas para la
conduccién, y son capaces de conducir el vehiculo por si mismos. Es el caso de los
vehiculos que cuentan con sistemas como el control de crucero o que son capaces de
mantener el coche en el carril en el que circula. Los vehiculos situados en este nivel son
capaces de manejar una funcién primaria, volante o acelerador, por ejemplo, nunca mas
de una. En este nivel el vehiculo continta necesitando un alto grado de atencion por

parte del conductor.

Nivel 2
Los vehiculos que se pueden encontrar en el nivel 2 reciben la denominacién de
semiauténomos. En este nivel el vehiculo ha de ser capaz de tomar el control de la

conduccién, a pesar de ello el conductor ha de mantenerse atento para actuar si es
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necesario. Los vehiculos de este nivel son capaces de manejar varias funciones primarias

alavez.

Nivel 3

En el nivel 3 se encuentran los vehiculos capaces de circular en entornos controlados.
A este nivel todas las funciones primarias estdn automatizadas permitiendo al vehiculo
tener libertad en la conduccion. En este nivel el vehiculo es capaz de tomar decisiones y
realizar maniobras como adelantamientos, aunque el conductor ha de permanecer

atento.

Nivel 4
En el nivel 4 ya no se necesita que el conductor esté atento a la conduccién. En este
punto el vehiculo ha de ser capaz de circular de manera totalmente auténoma y resolver

cualquier situacion en un entorno controlado, como entornos totalmente mapeados.

Nivel 5
En el nivel 5 se encontrarian los vehiculos capaces de circular de manera totalmente
auténoma en entornos desconocidos. En la actualidad no existe ningtin coche que pueda

clasificarse en este nivel.

2.4.2 Sistemas auténomos actuales
A continuacién, se van a exponer los vehiculos auténomos que se pueden encontrar

en la actualidad y sus capacidades.

Vehiculos semiautonomos actuales

Mercedes Benz

Figura 22: Coche autonomo Mercedes Benz

Desde abril de 2016 esta en circulacion el clase E de Mercedes. Este vehiculo
clasificado como semiauténomo de nivel 2. El sistema, que ha de ser accionado por el
conductor, mantiene al vehiculo en el carril y cuenta con control de crucero. Pero no es

capaz de tomar decisiones por su cuenta, por ello se encuentra en el nivel 2.

El vehiculo es capaz de cambiar de carril con seguridad si el conductor se lo indica

accionando el intermitente, siempre teniendo en cuenta las normas de circulacién, como
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por ejemplo si hay linea continua no la cruzara, aunque el conductor le indique el cambio

de carril. A demds antes de realizar la maniobra realiza una comprobacién de seguridad.

El vehiculo cuenta con frenada de emergencia automatica a velocidades inferiores a
60 km/h. Y velocidades superiores en caso de que un vehiculo se cruce de forma
transversal. Otra de las innovaciones en este vehiculo es que es capaz de detectar si un
vehiculo se acerca por detrds a demasiada velocidad, en este caso activa las luces de
emergencia para indicérselo al vehiculo posterior y prepara los sistemas de seguridad
tanto activos como pasivos para el impacto, precarga los cinturones, prepara el freno,

etcétera.

Waymo, Google

Figura 23: Vehiculo auténomo Waymo

Waymo es una empresa que se ha creado especialmente para la rama de vehiculos
auténomos de la empresa Google, debido a su madurez. Los vehiculos de Waymo
incorporan la tecnologia driverless de Google con la que han obtenido la primera licencia

de circulacién para un coche auténomo en el estado de Nevada.

Estos vehiculos, unos de los més avanzados hasta el momento cuentan con la
tecnologia necesaria y un software suficientemente avanzado para conducir de manera
auténoma. Los vehiculos de Waymo se clasifican en el nivel 3 en la escala de autonomia
de la SAE.

En la imagen siguiente se puede ver cémo percibe el entorno el vehiculo. Mediante

sus laser-scanner LIDAR, sus cdmaras y cdmaras estéreo.
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Figura 24Visioén del entorno de los vehiculos Waymo

Uber

Figura 25: Coche autonomo Uber

Uber ha sido la primera empresa en probar sus vehiculos en entornos reales,
concretamente en Pittsburg. A pesar de que legalmente los vehiculos autéonomos de Uber
se consideran de nivel 3 debido a que estan obligados a tener siempre un conductor,
tecnolégicamente estarian mejor clasificados en el nivel 4 pese a aun tener fallos, como

por ejemplo que no reconocen el carril bici.

En este momento, Uber es la empresa mas avanzada en materia de vehiculos
auténomos a pesar de ser una de las tltimas en meterse en este campo. Esto se debe
principalmente a su gran flota de vehiculos de los que puede extraer gran cantidad de
informacién, ya que este es su entorno de trabajo, al contrario que otras compaiiias que

tienen que hacer grandes campanias de recoleccion de datos.

La prevision para los proximos afios de Uber es, mediante la alianza formada a finales
de 2016 con la empresa Volvo, desarrollar un paquete de hardware y software que dote
al vehiculo de una capacidad totalmente auténoma para circular. A continuacién, se
puede ver una imagen del prototipo de vehiculo auténomo de Uber en conjunto con

Volvo.
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Figura 26: Prototipo de vehiculo auténomo Uber - Volvo

Tesla

Figura 27: Coche auténomo tesla

Algunos de los modelos de vehiculos de la marca Tesla incorporan un sistema
denominado “autopilot”, que legalmente se considera un sistema de ayuda a la
conduccion, lo que significa que pertenece al nivel 2, pero realmente puede funcionar
como un sistema de nivel 3 ya que es capaz de circular de manera relativamente
auténoma. El sistema “autopilot” es capaz de, en entornos considerados sencillos como
autopistas, mantener al vehiculo en su carril, funciona como control de crucero
adaptativo que mantiene la velocidad del vehiculo en concordancia con la velocidad del
resto de vehiculos en la calzada. Ademads, lo que demuestra que es un sistema de nivel

3, es capaz de realizar adelantamientos automaticamente de manera segura.

Las estadisticas que han sido presentadas por la marca demuestran la seguridad del
sistema a pesar de estar aun en desarrollo. Las estadisticas de accidentes por kilémetro

han sido reducidas un 40% desde la incorporacién del sistema en sus vehiculos.

En cuanto a tecnologia, los vehiculos cuentan con 8 caAmaras con visién de 360 grados
y 12 sensores de ultrasonidos ademéds de un radar en la parte frontal. En la imagen

siguiente se puede observar como percibe el entorno un vehiculo Tesla, siendo el area
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amarilla percibida mediante las cdmaras y los sensores de ultrasonido, y el area verde

por el radar frontal.

Figura 28: Percepcion del entorno de un vehiculo Tesla

Por dltimo, una innovacién que solo incorpora la marca Tesla es que el sistema esta
preparado para instalar actualizaciones automaticamente, mediante su sistema “Over-
The-Air” que dota de enlace a internet al vehiculo permitiendo la instalaciéon de
actualizaciones y por otra parte la recolecciéon de datos para la empresa. Mediante este
sistema la marca espera convertir, progresivamente mediante las actualizaciones, los

vehiculos actuales en sistemas de nivel 5.

Baidu

Figura 29: Coche auténomo Baidu

La empresa Baidu al contrario que las otras empresas que estdn desarrollando
vehiculos auténomos ha decidido no centrarse en el desarrollo de un vehiculo auténomo
completo sino en el desarrollo de la tecnologia para modificar un vehiculo convencional

en auténomo.

La primera aproximacién de Baidu a la construccion de un vehiculo auténomo fue la

modificacion de un BMW Serie 3 como el que se puede ver en la imagen anterior, con el
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que consiguié completar un recorrido de 30 kilémetros de manera completamente
auténoma y sin conductor en Pekin en 2015. Donde llego a circular a una velocidad de
hasta 100 kilémetros por hora, una velocidad bastante superior que las de otras
companias las cuales no suelen permitir la circulaciéon de un coche completamente

auténomo a méas de 30 km/h y en limitados casos a 50 km/h.

Los vehiculos Baidu funcionan gracias al sistema “Baidu Autobrain” que basa su
funcionamiento en mapas del entorno con un alto grado de detalle, por lo que el sistema
centra su potencia computacional en el reconocimiento y evaluacién de obstaculos. Sus
vehiculos cuentan con un sensor LIDAR de 64 canales en la parte superior del vehiculo,

ademas de varias caAmaras de video y radares.

2.4.3 Prevision del desarrollo de los vehiculos autonomos
En este apartado se van a exponer las previsiones de algunas marcas en su objetivo

de conseguir un vehiculo auténomo.

Los coches autoconducidos estan de camino =5

Distancia total recorrida

Clase SAE* Aio Disponibilidad de coches auténomos sin conductor (en km)**
a2 . D.isponible hoy,_por ejemplo, Tesla con la funcién Tesla (clase 2, SAE)
Piloto Automatico I 209 millones
3a5 2018 TESLnmA Google (clase 3, SAE)
2020 | 3 millones

P
[issan] @ H@HI @ TOYOTA PSA Para demostrar que un coche
S autoconducido es al menos igual
de seguro que un ser humano,

2021 Bai&?’ﬁ[ﬁ . @ @ @ FCA son necesariog

sl
ic

*Los niveles 1y 2 son solo sistemas de asistencia. A partir del nivel 3, el vehiculo monitoriza constantemente el tréfico

A partir del nivel 4, la intervencién del conductor no es necesaria incluso en casos de emergencia

** Hasta junio (Tesla)/agosto de 2016 (Google)

Fuentes: Investigaciones de LSP Digital, informacion del fabricante, SAE y RAND INSIDER?%

Figura 30: Prevision de desarrollo de los vehiculos auténomos

En la actualidad todos los sistemas expuestos anteriormente son considerados como
maximo de nivel 2, debido principalmente a las restricciones legales. Se ha expuesto la
necesidad de modificar los reglamentos de circulacién de los paises ya que ninguno
contempla la posibilidad de circulacién de un coche totalmente auténomo. Los vehiculos
se suelen usar zonas de pruebas controladas o permisos de circulacion especiales para

las pruebas de circulacion.

En la actualidad, el sistema comercial mas avanzando es considerado el sistema
“autopilot” de Tesla. Y asi se demuestra en su previsiéon de conseguir alcanzar el
desarrollo de un vehiculo auténomo de nivel 5 para 2018, lo cual es un objetivo muy

ambicioso en comparacién a los objetivos del resto de marcas que no esperan un sistema
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de nivel 5 antes de 2020 o 2021, incluso en algunas de las marcas mds avanzadas en el

sector.

En la tabla anterior podemos ver reflejadas algunas marcas de vehiculos cuyos
sistemas no se han presentado en el apartado anterior. Esto se debe a que estas marcas
no esperan un sistema de nivel 5 si no sistemas capaces de intervenir en caso de peligro,

los cuales son sistemas de niveles 3 o 4.

En general se espera que, en un plazo de 5 afios, alrededor de 2022 los vehiculos
auténomos sean una realidad. El instituto de ingenieros eléctricos y electrénicos,
IEEE por sus siglas en inglés, ha estimado que para el 2040 el 75% de los vehiculos

seran auténomos.

2.5 Historia de la inteligencia artificial
En este apartado se hard una breve exposiciéon del desarrollo de la inteligencia

artificial

2.5.1 Termino de inteligencia artificial
En 1956 aparece por primera vez el término “inteligencia artificial”, de la mano de
John McCarthy, quien la defini6 como “La ciencia e ingenio de hacer méquinas

inteligentes”.

2.5.2 Sistemas expertos
En 1965 la Universidad de Stanford investigo sobre los “sistemas expertos”, que son
programas especializados que pueden resolver problemas, mediante la toma de

decisiones de manera similar a un humano.
Existen varios tipos de sistemas expertos:

e Basados en reglas previamente establecidas
e Basados en casos
e Basados en redes bayesianas

Las principales tareas que realiza un sistema experto son:

e Monitorizacién

e Disefio

e Planificacién

e Control

e Simulacién

e Instrucciéon

e Recuperacién de informaciéon
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2.5.3 Lenguaje Wave

En 1973 fue desarrollado en la universidad de Stanford, el primer lenguaje de
programacion para robots. Este lenguaje se caracteriza porque permite definir un
modelo del entorno del robot para fines de planificacion. Este lenguaje es compatible e

independiente del robot utilizado.

2.5.4 Agentes inteligentes

Un agente inteligente, es una entidad capaz de percibir su entorno, procesar tales
percepciones y responder o actuar en su entorno de manera racional, es decir, de manera
correcta y tendiendo a maximizar un resultado esperado. Un agente inteligente puede

ser una entidad fisica o virtual.

Un agente inteligente es un programa especialmente concebido para realizar ciertas
tareas de manera auténoma en una red por encargo de un usuario. Esta herramienta
permite ganar tiempo en la vigilancia y la colecta de informacién de interés para la
empresa. El usuario define los parametros de la tarea que realizard de manera autébnoma

el agente, luego el agente informa de los resultados al usuario.
Tres caracteristicas fundamentales de los agentes inteligentes:

e Lainteligencia: el agente sabe razonar y aprende a partir de la informacién
que recoge

e Lainteractividad: el agente puede interactuar con su entorno y otros agentes
con el propésito de realizar una tarea

e Laautonomia: el agente puede tomar decisiones de manera auténoma.

Un agente inteligente se caracteriza por su autonomia en el proceso y el andlisis

de la informacién que maneja. Un agente inteligente puede ser controlado por una

persona o por otro agente.

2.5.5 Robots

En 2011 la empresa Honda presenta su robot humanoide “Asimo”. El nombre de
ASIMO es el acronimo del inglés paso avanzado en movilidad innovadora. Asimo, es un
robot humanoide cuyo objetivo de desarrollo es ayudar a las personas que carecen de

una movilidad completa.

En la Figura 31: Asimo se puede ver una imagen del robot humanoide Asimo. Este

robot destaca por que incluye un control de comportamiento inteligente y auténomo.
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Figura 31: Asimo

2.5.6 Inteligencia artificial de Google

Una de las tltimas innovaciones en el campo de la inteligencia artificial es la
inteligencia artificial de Google. En 2018, Google presento su dltima evolucion en
materia de inteligencia artificial, mostrando un sistema inteligente capaz de comunicarse
con una persona a través de una llamada telefénica sin que el otro interlocutor se dé

cuenta de que no es un humano.
Esto significa que es capaz de:

e Comunicarse en lenguaje natural

e Procesar la informacion que recoge en forma de voz
e Tomar decisiones y adaptar sus respuestas

e Hacerse pasar por un humano

Esta tecnologia se ha denominado Google Duplex. Y es capaz de realizar tareas
basicas sin necesidad de que un humano esté implicado. Aunque en caso de que dicha

tarea se torne demasiado complicada es capaz de recurrir al usuario para finalizarla.
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3 Metodologia

En esta seccién se van a exponer algunas decisiones de disefio que se han tomado
para este proyecto. En este proyecto se pretende desarrollar un sistema de Deep learning
basado en redes de convolucién que sea capaz de realizar odometria visual sobre los
datos recogidos mediante un LIDAR Velodyne de 16 canales y que funcione en un

entorno con el framework de Tensorflow, y ejecutdndose sobre un hardware basado en
GPUs.

3.1 Lenguajes de programacion empleados

3.1.1 Python

El lenguaje de programacién utilizado ha sido Python. Se ha decidido trabajar en este
lenguaje ya que se trata de un lenguaje de prototipado rapido, que ademds cuenta con
una amplia comunidad que proporciona un soporte continuo a cualquier problema que
pueda surgir. Otra de las razones por las que se ha elegido este lenguaje es porque es el

que se recomienda para la implementacién de redes neuronales con Tensorflow.

Se ha utilizado Python 2.7, se han realizado pruebas con Python 3.5 pero causaba

demasiados errores de compatibilidad.

3.2 Librerias especializadas
En este apartado se van a introducir las librerias especializadas en Deep Learning que

se han utilizado en este proyecto.

3.2.1 Tensorflow

Tensorflow! es una libreria de cédigo abierto desarrollada para un alto rendimiento
en computaciéon numérica. Tiene una arquitectura flexible y permite un desarrollo
rapido de computacion para plataformas como CPUs, GPUs o TPUs2. Y es facilmente

escalable lo que le permite funcionar desde equipos hasta cltsters de servidores.

Tiene su origen en los desarrolladores, investigadores e ingenieros de Google Brain
con la organizaciéon de inteligencia artificial de Google. Esto aporta un soporte muy
fuerte para Machine Learning y Deep Learning, aunque la flexibilidad que aporta esta

computacion es utilizada en muchos otros campos cientificos.

L https://www.tensorflow.rg/
2 Unidad de Procesamiento Tensorial
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3.3 Entornos de desarrollo
En este apartado se va a exponer y explicar cudl ha sido el entorno de desarrollo

utilizado para la realizacién de este proyecto.

3.3.1 PyCharm
En este proyecto se ha utilizado el entorno de desarrollo PyCharm para desarrollar

en Python 2.7 las aplicaciones de odometria visual mediante redes neuronales
convolucionales que se han utilizado. Se ha elegido este entorno de desarrollo ya que ya
habia sido utilizado anteriormente, y ya que incluye todas las facilidades y caracteristicas

necesarias para este proyecto.

En concreto, se ha utilizado la versién de PyCharm Professional ya que est4
disponible gratuitamente para estudiantes. En la Figura 32: Interfaz PyCharm se puede

ver como es la interfaz de desarrollo de PyCharm

B ANN-PE-LIDAR-SLAM-KITTI [D:\D Documentos\GitHub\ANN-PdE-LiDAR-SLAM-KITTI] - PyCharm

Navigat

ANN-PAE-LiDAR-SLAM-KITTI

File

Figura 32: Interfaz PyCharm

3.4 Git

Puesto que el sistema desarrollado era amplio y que mas de una persona iba a trabajar
en €él, se opt6 por utilizar un sistema de control de versiones. El sistema de control de
versiones utilizado fue git. En primer lugar, porque era el sistema conocido y sencillo de
manejar, y en segundo lugar porque es el sistema méas extendido en el mundo laboral

con lo que la experiencia obtenida de su uso seria ttil en un futuro.

En un principio, se utiliz6 el sistema de control de versiones git sobre GitLab en un

servidor privado, pero ya que se encontraron problemas en las actualizaciones y que el
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INSIA adquirié una licencia de educacién para el equipo de investigacion se opt6é por

cambiar los repositorios a GitHub.

El uso del control de versiones ha resultado muy ttil debido a que ha sido utilizado
no solo para el control de versiones si no para llevar un control del avance del proyecto

ademads de ayudar en la deteccién de errores en el cédigo.

3.5 INSIA
Este proyecto se ha llevado a cabo en el INSIA, Instituto Universitario de

Investigacion del automovil.

El INSIA, es un instituto universitario de investigacién que pertenece a la
Universidad Politécnica de Madrid(UPM) y esta directamente relacionado con la Escuela

Técnica Superior de Ingenieros Industriales(ETSII).

En el ambito de los vehiculos auténomos este centro es destacado debido a haber sido
el primer centro de investigacion en este &mbito en Espafia. Este centro cuenta con varios
contratos y colaboraciones, tanto civiles como militares, en el &mbito de automocion,

vehiculos auténomos, comunicacion inter-vehicular, etc.

Cabe destacar que el Instituto esta acreditado por el Ministerio de Industria espafiol
como Servicio Técnico para la homologacion en diversos Reglamentos de Naciones
Unidas y Directivas Europeas relativas a vehiculos, sistemas y componentes de estos,

especialmente en el ambito de la seguridad de autobuses y autocares.
Los principales campos de trabajo desarrollados en el INSIA son:

e Investigacion en el drea de los vehiculos auténomos
e Certificaciones
e Docencia de posgrado y masters de titulo propio.
El la Figura 33: Panordmica de las instalaciones del INSIA se puede ver una
panordmica de las instalaciones del INSIA wutilizadas para todas las areas de

investigacion.
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Figura 33: Panoramica de las instalaciones del INSIA
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4 Trabajo Desarrollado

En este apartado se van a desarrollar los tres médulos del trabajo realizado en los que
se explicara, en primer lugar, el proceso de instalacién de las herramientas y librerias
utilizadas. Tras ello se expondrdan los médulos de experimentos, resultados y

rendimientos tanto software como hardware.

4.1 Instalacion

En este primer médulo de instalacion se va a explicar la manera de instalar las
librerias CUDA y cuDNN, necesarias para la generacion de redes neuronales y redes
neuronales convolucionales. También se expondrad como crear una maquina en Azure

con las caracteristicas necesarias para entrenar redes neuronales.

Toda la instalacion se ha realizado sobre el sistema operativo Ubuntu 16.04 en un

ordenador local y Ubuntu Server 16.04 sobre una maquina virtualizada en Azure.

4.1.1 CUDA

CUDA?? es una arquitectura de calculo paralelo desarrollada por NVIDIA cuyo
objetivo es aprovechar la ponencia de procesamiento paralelo mucha mayor en la GPU
que en la CPU. CUDA (9) es utilizado en muchos ambitos en la actualidad, es utilizado
en el ambito académico para para acelerar AMBER que se utiliza para descubrir nuevos
medicamentos, o en el mercado financiero con Numerix y CompatibL que se utilizan

para el célculo de riesgos en bolsa.

En el &mbito que afecta a este trabajo, los vehiculos auténomos, CUDA se utiliza para
muchas tareas como pueden ser odometria visual, reconocimiento de objetos o

segmentacion de suelo.

4.1.2 cuDNN

cuDNN?* es una libreria para aceleracion de GPU utilizada para redes neuronales
profundas. cuDNN (10) facilita las implementaciones de rutinas para convoluciones con
propagacion hacia adelante y atrds. cuDNN forma parte del “NVIDIA Deep Learning
SDK”.

cuDNN permite a los desarrolladores centrarse en la implementacion de las

aplicaciones software en ved de tener que ajustar el rendimiento de la GPU a bajo nivel

3 http://www.nvidia.es/object/cuda-parallel-computing-es.html
4 https://developer.nvidia.com/cudnn
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que resulta mucho més tedioso y complicado. A demas, cuDNN se puede acelerar atin

mas utilizando frameworks especificos para Deep Learning como Caffe2 o Tensorflow.
4.1.3 Preinstalacion

Limpieza de antiguas instalaciones
Para realizar una correcta instalaciéon se ha de realizar una limpieza de todos los

drivers relacionados con NVIDIA que contiene la maquina.

Para ello se utilizan los siguientes comandos:

$ sudo apt purge nvidia-*
$ sudo apt purge CUDA*

$ sudo apt autoremove CUDA

Se comprueba que no hay repositorios de NVIDIA en /etc/apt/sources.list mediante

el comando:

‘$ cat /etc/apt/sources.list

4.1.4 Instalacion CUDA
Para poder utilizar tensorflow en su opcién de GPU se requiere CUDA (11),

concretamente CUDA 9.0 ya que CUDA 9.1 no es compatible.

Preinstalacion
Antes de proceder a instalar CUDA se ha de verificar que el sistema donde se va a

instalar lo soporta

Verificar que se cuenta con una GPU que soporta CUDA

Para ello se utiliza el comando:

‘$ lspci | grep -i nvidia

El cual debe mostrar una serie de lineas, lo que significa que si se tiene un GPU
utilizable. En caso de que no aparezca nada significara que CUDA no es instalable en

este dispositivo.

Verificar que se cuenta con una versién y distribucion de Linux que soporte CUDA
Se debe verificar que se esta utilizando una versién y distribucién de Linux que

soporte CUDA, las cuales se encuentran en CUDA Toolkit reléase notes

Para ello se utiliza el comando:

‘$ uname -m && cat /etc/*release
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Verificar que gcc esta instalado

Para comprobar que se tiene instalado gcc se utiliza el comando:

‘ $ gcc --version

Si se obtiene un mensaje de error es que no esta instalado con lo que se tendréa que

instalar mediante el comando:

sudo apt install gcc

Verificar que el sistema cuenta con las cabeceras de kernel correctas y los paquetes de
desarrollo instalado
Para el caso de Ubuntu, que es sobre el que se ha trabajado el comando para instalar

estas dependencias es:

|$ sudo apt install linux-headers-$(uname -r)

Instalacion

Para realizar la instalaciéon de CUDA se debe descargar el CUDA Toolkit 9.0 de la
pagina de descarga oficial de nvidia¢. Seleccionando las opciones necesarias en nuestro
caso. Como se puede ver en la Figura 34: Seleccion de plataforma para la descarga de
CUDA en la que se selecciona una plataforma con Ubuntu 16.04 con el método de

instalador mediante un paquete Debian local.

Select Target Platform @

Click on the green buttons that describe your target platform. Only supported platforms will be shown.

Operating System

Architecture @ x86_64

Version

Installer Type €@ deb [locall

Figura 34: Seleccion de plataforma para la descarga de CUDA

La descarga se realiza mediante los siguientes dos comandos:

5 https://developer.nvidia.com/compute/cuda/9.0/Prod/local_installers/cuda-repo-ubuntu1604-9-0-
local_9.0.176-1_amd64-deb

6 https://developer.nvidia.com/cuda-90-download-
archive?target_os=Linux&target_arch=x86_64&target_distro=Ubuntu&target_version=1604&target_typ
e=deblocal
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$ wget
https://developer.nvidia.com/compute/cuda/9.0/Prod/local_installers/cu
da-repo-ubuntul604-9-0-local 9.0.176-1_amd64-deb

$ wget
https://developer.nvidia.com/compute/cuda/9.0/Prod/patches/1/cuda-
repo-ubuntul604-9-0-local-cublas-performance-update_1.0-1_amd64-deb

Una vez descargada, mediante los siguientes comandos se realiza la instalacion.

sudo dpkg -i cuda-repo-ubuntul604-9-0-local 9.0.176-1_amd64.deb
sudo apt-key add /var/cuda-repo-9-0-local/7fa2af80.pub
sudo apt-get update

Y B B B

sudo apt-get install cuda

También se han de instalar los parches” que hayan salido hasta el momento actual, en
este caso solo hay un parche que se puede descargar de la misma pagina de descarga del
Toolkit.

Estos parches se instalan de la misma manera que en el caso anterior, en nuestro caso

mediante el comando:

$ sudo dpkg -i cuda-repo-ubuntul604-9-0-local-cublas-performance-
update_1.0-1 amd64.deb

Observaciones

Se ha de instalar la version 9.0, esto se debe a que la versién 9.1, mas reciente
disponible actualmente, presenta problemas de compatibilidad con el entorno grafico lo
que causa errores en el arranque que provocan que no se pueda realizar el

entrenamiento.

Se han de realizar los siguientes dos comandos después de la descarga del Toolkit y

el parche:

$ mv cuda-repo-ubuntul604-9-0-local-cublas-performance-update 1.0-
1 _amd64-deb cuda-repo-ubuntul604-9-0-local-cublas-performance-
update_1.0-1 amd64.deb

$ mv cuda-repo-ubuntul604-9-0-local 9.0.176-1_amd64-deb cuda-repo-
ubuntul604-9-0-local 9.0.176-1 amd64.deb

Esto se debe a que mediante el método de descarga que se ha utilizado no se puede

ejecutar el comando dpkg directamente debido a que los ficheros no son archivos .deb.

7 https://developer.nvidia.com/compute/cuda/9.0/Prod/patches/1/cuda-repo-ubuntu1604-9-0-local-
cublas-performance-update_1.0-1_amd64-deb
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Tras esta instalacién se debe realizar un reinicio para que los cambios se hagan

efectivos, mediante el comando:

‘$ sudo reboot

Debido a que CUDA depende directamente de los drivers graficos de NVIDIA estos
se instalaran automaticamente, por lo que a partir de ahora se dispondra de entorno
grafico. Pero esta instalacién genera un error que consiste en que no se puede iniciar
sesion en la interfaz gréfica, pero si en las consolas de Crtl+alt+F1 a Crtl+alt+F6. Para

solucionar este error se ha de realizar el siguiente comando:

$ sudo apt install -reinstall ubuntu-desktop

$ sudo reboot

Verificacion
Para finalizar la instalacion de CUDA, se realiza una verificacién de la correcta

instalacion.

Verificar la version del driver
Una vez instalado CUDA se debe comprobar si el driver estd cargado mediante el

comando

‘$ cat /proc/driver/nvidia/version

Verificacion del funcionamiento
También se puede comprobar si el path estd bien apuntado hacia CUDA, lo cual se

puede comprobar mediante el comando

‘$ nvcc -V

Lo que devolvera la version de CUDA que se estd utilizando.

4.1.5 Instalacion de cuDNN

Una vez se ha instalado CUDA que provee de las operaciones necesarias para la
implementacion de redes neuronales, se ha de instalar cuDNN (12) para poder utilizar
instrucciones necesarias para la compilacion de Deep Learning, necesaria para el
desarrollo de redes neuronales convolucionales que se han utilizado en este proyecto

para el calculo de la odometria visual.

Descarga de cuDNN

El primer paso para la instalacion de cuDNN es descargar los paquetes que la
componen. Los paquetes que se han de descargar son los de cuDNN 7.0.5 (version 7.0.X),
ya que se ha comprobado que cuDNN 7.1.X presenta problemas de compatibilidad,
concretamente los desarrollados para CUDA 9.0 que es la que se ha instalado en el

apartado anterior.
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Para descargarlos utilizaremos los siguientes comandos

$ wget https://developer.nvidia.com/compute/machine-
learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntul6_04-
x64/1ibcudnn7_7.0.5.15-1+cuda9.0_amd64

$ wget https://developer.nvidia.com/compute/machine-
learning/cudnn/secure/v7.0.5/prod/9.0 20171129/Ubuntul6 04-
x64/1libcudnn7-dev 7.0.5.15-1+cuda9.0 amd64

$ wget https://developer.nvidia.com/compute/machine-
learning/cudnn/secure/v7.0.5/prod/9.0 20171129/Ubuntul6 04 -
x64/1libcudnn7-doc 7.0.5.15-1+cuda9.0 amd64

Una vez descargados se modificardn para que sean interpretados como paquetes deb

mediante los siguientes comandos

$ mv libcudnn?7_7.0.5.15-1+cuda9.0_amd64 libcudnn7_7.0.5.15-
1+cuda9.0_amd64.deb

$ mv libcudnn7-dev_7.0.5.15-1+cuda9.@ _amd64 libcudnn7-dev_7.0.5.15-
1+cuda9.0_amd64.deb

$ mv libcudnn7-doc_7.0.5.15-1+cuda9.@ _amd64 libcudnn7-doc_7.0.5.15-
1+cuda9.0 _amd64.deb

Instalacion
Una vez se tienen los paquetes preparados se instalan mediante los siguientes

comandos

$ sudo dpkg -i libcudnn7_7.0.5.15-1+cuda9.0_amd64.deb
$ sudo dpkg -i libcudnn7-dev_7.0.5.15-1+cuda9.0_amd64.deb

$ sudo dpkg -i libcudnn7-doc_7.0.5.15-1+cuda9.0_amd64.deb

Mediante los anteriores comandos se ha instalado la libreria cuDNN, la cuDNN para

desarrollo y los archivos de pruebas para la comprobar la correcta instalacion.
Verificacion
Para verificar la correcta instalaciéon se deben realizar los siguientes comandos,

mediante los cuales se utilizan unos ficheros de pruebas proporcionados por NVIDIA.

$ cp -r /usr/src/cudnn_samples v7/ $HOME
$ cd $HOME/cudnn_samples_v7/mnistCUDNN
$ make clean && make

$ ./mnistCUDNN

Si el resultado de los comandos anteriores es:
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https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-dev_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-dev_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-dev_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-doc_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-doc_7.0.5.15-1+cuda9.0_amd64
https://developer.nvidia.com/compute/machine-learning/cudnn/secure/v7.0.5/prod/9.0_20171129/Ubuntu16_04-x64/libcudnn7-doc_7.0.5.15-1+cuda9.0_amd64

Test passed!

Significa que cuDNN ha sido instalado correctamente.

Observaciones

Es posible que durante la ejecucién de los archivos de prueba no arroje un error, pero
durante el entrenamiento de una red neuronal si que ocurra, este error, en caso de que
todo esté instalado con correccién, posiblemente habra sido generado por la utilizaciéon
de una version de cuDNN que se esta ejecutando en modo de compatibilidad a otra
version. Esto provocara que el Core de TensorFlow se cierre, por lo que es necesario

instalar la version a la que esta realizando la compatibilidad.

4.1.6 Montar maquina Azure
En este apartado se va a mostrar como se ha realizado la creacién, montaje e

instalacion de una maquina virtual Azure con acceso a varias tarjetas graficas.

Pasos para crear la mdquina virtual

1. Estando en el portal de administracién de Azure® se selecciona la opciéon “Crear

un recurso”

2. A continuacioén, dentro del subment “Proceso” se selecciona la opcién “Ubuntu
Server 17.10”.

3. En este momento se deben indicar los parametros basicos de la maquina, como
son:

8 https://portal.azure.com
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1. El nombre que se va a utilizar en la
maquina

2. El tipo de disco que se quiere
utilizar. En este punto se debe
seleccionar disco HDD ya que las
maquinas con discos SSD no cuentan

* Mombre

Documentacion A~

Tipo de disco de maquina virtual @

. s . HDD v
con tarjetas graficas asociadas.

3. El nombre de usuario que se va a * Nombre de usuario

utilizar en la maquina, con su documentacion -

correspondiente contrasefia o clave
publica para la conexién mediante

* Tipo de autenticacién

Clave publica 55H eGSR

ssh.
) * Contrasefia

4. El método de pago que se va a

e LA AL L L L L] )’—
utilizar.
5. Se ha de crear o asignar un grupo * Confirmar contrasefia
de recursos?®, un grupo de recursos es frenneeeesteee -
una colecciéon de recursos que Suscripcion
comparten el mismo ciclo de vida. Patrocinio de Microsoft Azure v

6. Por ultimo, se debe seleccionar una
. . . . . * Grupo de recursos @
ubicacion en la que alojar la maquina -

. ': i Crear nuevo 'i Usar existente
virtual, se ha de tener en cuenta que

no todas las ubicaciones disponibles Tensorflow hd
contienen el mismo tipo de * Ubicacién

maquinas, en este trabajo se ha Oeste de Europa ~
utilizado la ubicacion “Oeste de v

Europa”.

El resultado de completar estos

campos debe ser similar a la Figura Figura 35: Creacion VM Azure(Basico)
35: Creacion VM Azure(Basico).

4. A continuacién, se debe indicar el Tamario de la maquina que se va a utilizar, en
esta seccion se elige una de las configuraciones de sistema que Azure tiene
preprogramadas, estas configuraciones incluyen el nimero de procesadores, el
tamafio de la memoria RAM, el ntimero de discos de datos y su tamafio, y el
equilibrio de carga y las zonas de carga  habilitadas.
En el ambito de este trabajo se requieren maquinas que cuenten con tarjetas
graficas para la ejecucion de redes neuronales convolucionales. Las maquinas
que cuentan con tarjetas graficas son las de la serie NI
Las maquinas disponibles son las que se pueden encontrar en la Figura 36:
Magquinas disponibles.

% https://go.microsoft.com/fwlink/?linkid=394393
10 https://azure.microsoft.com/es-es/pricing/details/virtual-machines/series/
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Para

este  ejemplo

se

creara

una

maquina

de

tipo  NV6.

NVEe Estandar NV12 Estandar MCE Estandar

6 vCPU 12 vCPU 6 vCPU
56 GB 12 GB 56 GB
24 48 = 24
Discos de datos Discos de datas == Discus de datus
Bx500 16x500 = Bx500
E/S maxima por segundo EfS mixima por segundo —  Ef% maxima por segundo
380 GB 680 GB 380 GB
3530 local 350 local 250 local
Tx MB0 2x Ma0 1x K80

KoemEp W

Elementos graficos
Equilibrio de carga
123

Zonas

859,56

EUR/MES (ESTIMADO)

MC12 Estandar

RoOEmE W

Elementos graficos
Equilibrio de carga

1,23

Zonas

1.712,84

EUR/MES (ESTIMADO)

WO mE

Elementos graficos
Equilibrio de carga

12

Zonas

731,57

EUR/MES {ESTIMADO)

NC24 Estandar MC24R Estandar

24 vCPU 24 vCpPu
12 GB 224 GB 224 GB
48 64 64
Discos de datos Discos de datos Discos de datos
16x500 F2x500 32x500
E/S maxima por segundo E/S maxima por segundo E/S maxima por segundo
680 GB 1440 GB 1440 GB
E5D local 55D local 55D local
2x K80 dx K80 dx KB

Kemp W

Elementos graficos
Equilibrio de carga
12

Zonas

1.463,76

EUR/MES {ESTIMADC)

Elementos graficos
Equilibrio de carga

12

Zonas

2.927,52

EUR/MES {ESTIMADC)

Kemp QW

Elementos graficos
Equilibrio de carga

12

Zonas

3.219,89

EUR/MES {ESTIMADO)

Figura 36: Maquinas disponibles

5. Una vez seleccionado el modelo de maquina que se va a utilizar se ah de

configurar los pardmetros de red y si se quiere afadir alguna extensién a la
maquina, las extensiones son médulos que se instalan autométicamente y le dan
funcionalidades especificas a la maquina.
En este caso se mantendra la configuracién generada por defecto por Azure. Ya
que el Gnico parametro interesante, la red virtual a la que se conecta la maquina
ya estd definida por defecto al estar en un grupo de trabajo especifico. Este
pardmetro es interesante ya que méas adelante en el trabajo se tratara de distribuir
la computacion de tensorflow entre varias maquinas, para lo cual deben estar
conectadas.
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6. Por ultimo, Azure mostrara el resumen de la maquina que va a crear, este
resumen incluye todos los parametros que se han configurado en los pasos
anteriores, desde el tipo de maquina seleccionada hasta la configuracion de la
red virtual a la que se conecta.
un punto importante en este apartado es cuando es posible descargar la plantilla
de la maquina virtual. Esta plantilla constituye una definicién en formato JSON,
en la cual estan incluidas todas las caracteristicas configurables, con el fin de
facilitar la replicacién de la maquina creada.

Observaciones
Por defecto los puertos de conexién de la maquina estan cerrados, en este proyecto
necesitaremos los puertos de ssh, http y https para la utilizacién de la herramienta

Tensorboard (13). Para abrir dichos puertos se puede hacer de dos maneras.

e Manualmente: Si se quiere abrir dichos puertos una vez creada e instalada la
maquina, se ha de entrar en su configuracion en el apartado de Redes. Ahi se
pueden agregar reglas de entrada al firewall para permitir el trafico entrante
y saliente a dichos puertos.

e Autométicamente: Se puede configurar la maquina durante la instalacién
para que agregue las reglas del firewall automaticamente para los protocolos
seleccionados.

Creacién de mdquina virtual Azure desde plantilla
Como se puede ver en el apartado anterior, montar una maquina Azure no es dificil,
pero es un proceso relativamente largo. Azure cuenta con una funcionalidad que permite

crear una maquina virtual rdpida y comodamente a partir de una plantilla.

Una plantilla no es mas que una definicién en formato JSON de todos los pardmetros
y caracteristicas que se han configurado en el apartado anterior. A continuacion, se

puede ver un fragmento de esta configuracién para la maquina que se ha instalado antes.

"name": "[parameters('virtualMachineName')]",
"type": "Microsoft.Compute/virtualMachines",
"apiVersion": "2017-03-30",

"location": "[parameters('location')]",
"dependsOn": [

"[concat('Microsoft.Network/networkInterfaces/’,
parameters('networkInterfaceName'))]"

1
"properties": {

"osProfile": {

54




"computerName":
"[parameters('virtualMachineName')]",

"adminUsername": "[parameters('adminUsername')]",
"adminPassword": "[parameters('adminPassword')]"
}s
"hardwareProfile": {
"vmSize": "[parameters('virtualMachineSize')]"
}s
"storageProfile": {
"imageReference": {
"publisher": "Canonical”,
"offer": "UbuntuServer",

sku": "16.04-LTS",

"version": "latest"
¥
"osDisk": {
"createOption": "fromImage",
"managedDisk": {
"storageAccountType": "Standard_LRS"
}
}s

"dataDisks": []
}s
"networkProfile": {
"networkInterfaces": [
{
"id":

"[resourceld( 'Microsoft.Network/networkInterfaces",
parameters('networkInterfaceName'))]"

}

}s

"diagnosticsProfile": {
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"bootDiagnostics": {
"enabled": true,

"storageUri":
"[reference(resourceld('Tensorflow',
'‘Microsoft.Storage/storageAccounts’,
parameters('diagnosticsStorageAccountName')), '2015-06-
15').primaryEndpoints['blob']]"

}

}

En este fragmento, se pueden ver algunos de los parametros configurados. Por

ejemplo, aparece el sistema operativo que tendrd la maquina, Ubuntu Server 16.04-LTS.
A continuacion, se vera como implementar esta plantilla una maquina.

En primer lugar, cuando se descarga la plantilla el fichero que se obtiene es un fichero
zip con el nombre de la maquina. Este fichero contiene varios archivos, los cuales
permiten diferentes modos de implementacion de la maquina. Los archivos en los que
nos vamos a centrar son “parametersjson” y “templatejson”. El archivo
“ : s 3 : £ :

parameters.json” Gnicamente incluye algunos de los pardmetros configurados durante
la instalacion como las redes virtuales a las que se conecta. Este fichero se utiliza para

configurar automaticamente los pardmetros de una maquina ya creada.

El fichero que realmente se utiliza es el “template.json” el cual incluye tanto los
pardmetros mencionados anteriormente como los recursos a los que tiene acceso la

maquina.

Para crear la maquina a partir de la plantilla se ha de seleccionar la herramienta
“implementacion de plantillas”, dentro del grupo crear un recurso. Una vez aqui se ha
de seleccionar “Cree su propia plantilla en el editor”. En este momento se tendra acceso
al editor que ya viene con una plantilla basica. En la Figura 37: Editor de plantillas se

puede ver como es la interfaz del editor.
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antilla de inicio répido A Cargararchivo ¥ Descargar

B Variable:
W R

Figura 37: Editor de plantillas

Ahora, se ha de cargar el archivo mencionado anteriormente “template.json”. Al
cargarlo, se deberan obtener en la interfaz una serie de pardmetros, variables y recursos

que seran los que definirdn la maquina.

Ahora que la plantilla ya estd cargada, se ha de guardar en Azure y se podra
implementar la maquina tras incluir algunas configuraciones que se solicitan en el paso

siguiente.

4.2 Software
En este apartado se van a exponer cuales han sido las implementaciones software

desarrolladas para la realizacién del proyecto. Este apartado se va a dividir en 2 fases.

Una primera fase, en la que se va a exponer y explicar el cédigo fuente utilizado para
las pruebas en una maquina local, el cual se ha utilizado el mismo con diferentes
configuraciones de hardware para poder observar los diferentes comportamientos de los

recursos.

En la segunda fase se va a exponer una de las versiones mas recientes del cédigo
fuente que ha sido desarrollado durante el transcurso de este proyecto, el cual trata de
implementar una red neuronal convolucional que, mediante datos obtenidos de un
sensor LIDAR, sea capaz de realizar una odometria visual, tanto de velocidad como de

inclinacién de los ejes.

4.2.1 Software parala maquina local

En este apartado se va a explicar detalladamente el c6digo utilizado para esta fase del
proyecto. En la cual se ha desarrollado una red neuronal para odometria visual, este fue
el primer paso para el desarrollo posterior del proyecto y la introducciéon de redes

neuronales convolucionales.
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Los datos utilizados para esta fase del proyecto han sido obtenidos manualmente,
mediante un Velodyne LIDAR de 16 capas circulando por los alrededores del Campus

Sur de la UPM y a lo largo de un tramo de la autovia A3.

Estos datos han sido previamente pre-procesados, consiguiendo una estructura fija,
similar a una imagen de tamafio 300x16. En esta especie de imagen los pixeles en vez de
estar conformados por los valores RGB habituales, estan formados por valores de
distancia al punto, tomando como punto de referencia (0,0,0) la posicién del sensor.

También se han realizado pruebas dividiendo estos puntos en coordenadas cartesianas

(xy, 2).

A continuacién, se van a explicar algunas de las partes principales del cédigo, asi

como la arquitectura de la red implementada.

El c6digo comienza con la inicializacion de pardmetros, en los que se incluye

directorios de logs, variables temporales para trazas, etc.

A continuacion, se configura e inicia la sesién de Tensorflow mediante los siguientes

comandos.

config = tf.ConfigProto(
# device_count = {'GPU': @},
gpu_options=tf.GPUOptions(per_process_gpu_memory_ fraction=0.9)

)

sess = tf.Session(config=config)

En este fragmento de cédigo cabe destacar el pardmetro gpu_options, que le indica a
Tensorflow el porcentaje médximo de memoria que se le permite utilizar. En este caso ha
sido configurado a un 90 %, ya que se ha comprobado que sin esta opcién no existe limite
para la memoria de Tensorflow y si se llegase a utilizar el 100% las graficas se quedan

bloqueadas, provocando fallos en otros sistemas.

Ahora que Tensorflow ya ha sido iniciado, se definen los placeholder, que son los
puntos de entrada y salida de datos hacia Tensorflow. Estos se definen de la siguiente

manera.

x = tf.placeholder(tf.float32, shape=[None, ni*nj*ch])

y_ = tf.placeholder(tf.float32, shape=[None, no])

Por estos placeholders se introduciran los datos de entrada para el aprendizaje y los

datos de validacion.
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A continuacion, se define la arquitectura de la red, que se ha dividido en 6 capas

principales.

print 'First layer'

W_convll = weight_variable([3, 15, ch, f1])
b_convll = bias_variable([f1])

h_conv11l

tf.nn.relu(conv2d(x_image, W_convll) + b_convll)

h_convlln = tf.nn.local_response_normalization(h_conv1l)

W_convl = weight variable([3, 15, f1, f1])
b_convl = bias_variable([f1])

h_convl = tf.nn.relu(conv2d(h_convlin, W_convl) + b_convl)

h_convln = tf.nn.local_response_normalization(h_convl)

h_pooll = max_pool 2x2(h_convln) # max pool

La primera capa consta de las subcapas que se pueden ver en cédigo anterior. Estas
comienzan con la definicion de variables de pendiente y desplazamiento. A
continuacién, se introduce una capa de activaciéon RELU junto con una convolucién de
2 dimensiones. Y se realiza una normalizacién. Por altimo, se repite el proceso anterior

afadiéndole al final una capa de pooling.

La segunda y tercera capa son similares a la anterior. A continuacién, se han

implementado 3 capas full connected que se han definido de la siguiente manera.

print 'First FC layer'
fcin = ninputs / ch / 4 / 4/ 3
W_fcl = weight variable([fcin * f3, nfc])

b fcl

bias_variable([nfc])

h_pool3 flat = tf.reshape(h_pool3, [-1, fcin * f3])

h_fcl = tf.nn.relu(tf.matmul(h_pool3 flat, W fcl) + b_fcl)
keep_prob = tf.placeholder(tf.float32)

h fcl drop = tf.nn.dropout(h_fcl, keep prob)

Esta capa full connected, comienza de la misma manera que las primeras capas
definiendo las variables de pendiente y desplazamiento. A continuacion, se realiza un
reajuste del tamafio del tensor de entrada y se introduce una capa de activacion RELU
sobre el célculo de funcién de la recta. Por dltimo, se define un nuevo placeholder para

introducir un valor de probabilidad utilizada en la capa de dropout siguiente.
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La segunda capa full connected es similar a la anterior pero la tercer y ultima capa
full conected tinicamente realiza la funcion de calculo de la recta para extraer la salida

sin normalizar. Esta tltima capa se define de la siguiente manera.

print 'Third FC layer’

W_fc3 = weight_variable([nfc2, no])

b_fc3

bias_variable([no])

y = tf.matmul(h_fc2_drop, W_fc3) + b_fc3

Una vez definida la arquitectura, se define la funcion de optimizacién y la funciéon de
error. En este caso se utiliza el algoritmo AdamOptimizer como optimizador y para el
célculo del error se han realizado experimentos mediante entropia cruzada y error
cuadratico medio, obteniendo resultados similares. También se deben inicializar las

variables globales para que estas se carguen en Tensorflow.

#cross_entropy = tf.reduce_mean(-tf.reduce_sum(y_ * tf.log(y_conv),
reduction_indices=[1]))

VRMS

tf.sqrt(tf.reduce_mean(tf.square(y_ - y), reduction_indices=0))

loss

tf.reduce_mean(vRMS)
train_step = tf.train.AdamOptimizer(le-5).minimize(loss)

sess.run(tf.global variables_initializer())

Por ultimo, ya en la fase de aprendizaje, se ha implementado una funcién llamada
minibatch que se encarga de dividir los datos de entrada en conjuntos manejables y

ejecutar el grafo definido anteriormente.

El proceso de aprendizaje es el siguiente:

for i in range(1,ite+1):

minibatch(train_step, net.inputs, net.outputs, batch_size, p)

if i%trace ==
print '\nEpoch’',i
# calculamos el RMS y 1o escribimos por pantalla
lerrl = minibatch(vRMS, net.inputs, net.outputs, batch_size, 1.0)
lerr = meanvector(lerrl)
terrl = minibatch(vRMS,net.inputst, net.outputst, batch_size, 1.9)
terr = meanvector(terrl)

print 'Learn RMS:',lerr
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print ' Test RMS:',terr
f3.write("Learn RMS = " + str(lerr)+"\n")

f3.write("Test RMS = " + str(terr)+"\n")

En él, se realizan un numero de iteraciones, previamente definidas y se realiza un
entrenamiento, que consiste en ejecutar el optimizador del error que se ha comentado

con anterioridad.

Y a continuacion se calculan los errores de aprendizaje y de test. Que son utilizado

interiormente por Tensorflow para reajustar la red neuronal.

También se ha utilizado una funcién de Tensorflow que resulta especialmente util,
que es el saver. Esta funcion es la encargada de guardar el estado de la red, y de cargarlo
cuando se realiza una ejecucién posterior de manera que la red no deba ser entrenada
desde 0 en cada ejecucion. Y también sirve para generar trazas durante la ejecucién de
la red que permitan volver a ejecutarla desde un estado anterior, por ejemplo, en caso

de que se detecte overfitting.

En la Figura 38: Grafo red neuronal local se puede observar un grafico conceptual que
se ha realizado para una visualizacién mas simple de la arquitectura de la red

implementada.
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LossFunction

Figura 38: Grafo red neuronal local

4.2.2 Software para Azure
En este apartado se va a explicar detalladamente el funcionamiento del c6digo fuente
utilizado para las maquinas de Azure. El cual, aparte de su propdsito de estudiar el

rendimiento de Tensorflow con las distintas configuraciones posibles, ha sido
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desarrollado de manera que realice un ajuste mediante odometria visual de la velocidad
y los angulos de inclinacién de un vehiculo, a partir de los datos obtenidos de un laser-

scanner Lidar de 16 capas.

Los datos para la realizacion de estas pruebas han sido los de la biblioteca KITTI (14)
car. Esta es una gran libreria que contiene datos y funciones recogidos en muchisimas
pruebas. Estas pruebas estdn realizadas con un vehiculo, que lleva montados tantos
sensores como le es posible. Algunos de los sensores son LIDAR de 32 y 16 capas,
camaras estéreo, GPS, radar, cAmaras de propésito general, etc. En conclusion, es un
conjunto muy completo de datos!! pablicos dedicados al andlisis de la conduccién y el

desarrollo de vehiculos auténomos.

El cédigo fuente para esta parte del proyecto estd compuesto por los siguientes

ficheros:

e Training and_test_graphic.py

e VO_KITTI_CNN_ALEX_graphic.py
e datagenerator.py

e Graficas.sh

e Environments (azure.py, local.py)

Esos c6digos han sido desarrollados en Python 3.5, excepto el fichero gréficas.sh que
ha sido implementado en bash. Este fichero es el encargado de guardar el estado de las
tarjetas graficas cada 30 segundos, con el objetivo de poder estudiar su comportamiento

durante el entrenamiento posteriormente.

Dentro de “environments” se encuentran los ficheros azure.py y local.py estos
ficheros contienen algunas variables necesarias para cédigo principal. A continuacién,

se puede ver el contenido del fichero azure.py.

DATA_PATH = '/Data/ANN-PdE-LiDAR-SLAM-KITTI/data’
RESULTS_PATH = ' /ANN-PdE-LiDAR-SLAM-KITTI/results’

BASE_PATH = 'None’

El fichero datagenerator.py es un parser, encargado de traducir el contenido de los
datos de entrada a unos datos legibles por el c6digo fuente, por lo que no se explicara en
detalle.

A continuacién, se van a comentar las partes mas importantes del cédigo fuente, en
concreto los ficheros Training_and_test_graphic.py y
VO_KITTI_CNN_ALEX_graphic.py.

Uhttp://www.cvlibs.net/datasets/kitti/eval odometry.php
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En primer lugar, el fichero VO_KITTI_CNN_ALEX_graphic.py contiene la definicion

de la arquitectura de la red neuronal convolucional.

def vo_kitti_cnn_alex _mod(x, keep_prob):
"""Create the network graph."""

with tf.device('/device:GPU:0"):
with tf.name_scope('Convolucionall'):

out = conv(x, 10, 10, 32, 2, 2, padding='VALID',
name="convl")

with tf.device('/device:GPU:1"):
with tf.name_scope('Convolucional2'):

out = conv(out, 8, 8, 64, 2, 2, padding="VALID',
name="conv2")

with tf.name_scope('Reshape’):

out = tf.reshape(out, [-1,
np.prod(out.get_shape().as_list()[1:])])

with tf.device('/device:GPU:2"):
with tf.name_scope('FullConnected'):
out = fc(out, out.shape[1], 512, name='fcl')
with tf.name_scope('Dropout'):
out = dropout(out, keep prob)
with tf.device('/device:GPU:3"):
with tf.name_scope('FullConnectedOut'):
out = fc(out, out.shape[1l], 1, relu=False, name='fc2')

return out

En el fragmento de cédigo anterior, se encuentra la definicién a méas alto nivel de la
arquitectura de la red neuronal convolucional. Para una visualizacién maés sencilla de la
arquitectura, se ha utilizado la herramienta Tensorboard para generar el grafo que se

puede ver en la Figura 39: Grafo cédigo Azure.

Aqui se puede observar que la arquitectura de la red estd conformada con las

siguientes capas:

Entradas
Convolucional
Convolucional
Reshape

Ll S
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5. Full Conected
6. Dropout
7. Full Connected

En el grafo estan pintadas de diferentes colores dependiendo del dispositivo que la
esté ejecutando, esto se puede observar en el cédigo que define la arquitectura.
Concretamente en la instruccion “tf.device”, que le indica a Tensorflow a que dispositivo
asignar cada funcién o ejecucién, esto se hace con el objetivo de repartir la carga
computacional entre los dispositivos disponibles. La instruccién “tf.name_scope”
permite a Tensorboard identificar y agrupar un conjunto de funciones con el objetivo de

que el grafo sea mas claro y legible.

Ahora que ya se ha definido la arquitectura de la red se va a explicar las partes més
importantes  del cédigo fuente  principal, incluido en el fichero

“Training_and_test_graphic.py”.

En primer lugar, el cédigo comienza recogiendo los argumentos de entorno que se
han comentado anteriormente, tras ello se definen una serie de variables para guardar

los resultados de la ejecucion y se cargan los datos de entrada.

A continuacién, se definen los “placeholder” para los datos de entrada, estos son
puntos de conexion con Tensorflow utilizados para que este tenga acceso a datos

externos a su ejecucion. Se definen de la siguiente manera:

with tf.device('/device:GPU:0"):
with tf.name_scope('INPUTS'):

# TF placeholder for graph input and output

x = tf.placeholder(tf.float32, [batch_size, 28, 720, 2])

y = tf.placeholder(tf.float32, [batch _size, num classes])

keep_prob = tf.placeholder(tf.float32)

# learning rate

lr = tf.placeholder(tf.float32)

Por dltimo, en la fase de definicién se carga la arquitectura de la red neuronal, asi

como la funcién de perdida, el optimizador y algunas variables adicionales.

out = vo kitti cnn_alex mod(x, keep_ prob)

loss_op = tf.sqrt(tf.reduce_mean(tf.square(out - y),
reduction_indices=0))

optimizer = tf.train.AdamOptimizer(learning rate=1r)

65




train_op = optimizer.minimize(loss_op)

train_batches_per_epoch = int(np.floor(tr_data.data_size /
batch_size)) if batch_size else 1

val_batches_per_epoch = int(np.floor(val_data.data_size / batch_size))
if batch_size else 1

Una vez definido todo lo necesario se inicia la sesién de Tensorflow. Y comienza la

fase de entrenamiento.

Dentro del entrenamiento hay 2 fases diferenciadas, el entrenamiento y la validacion.
El entrenamiento es el encargado de tratar de ajustar la red lo méximo posible para que
ajuste las salidas calculadas con las reales. En la validacién al contrario que en el
entrenamiento la red no tiene acceso a los datos de las salidas reales por lo que debe
calcular un resultado y este posteriormente se compara con la salida real para calcular la

precision de la red.

El entrenamiento esta codificado de la siguiente manera:

sess.run(train_op, feed_dict={x: img_batch_trn,
y: label_batch_trn,
keep prob: dropout_rate,

1r: learning_rate})

La validacion esta codificado de la siguiente manera:

acc = sess.run(loss_op, feed dict={x: img_batch,
y: label_batch,
keep_prob: 1.,

lr: learning_rate})

Estas dos instrucciones, lo que hacen es ejecutar las funciones train_op y loss_op de
manera que se ejecuten sobre Tensorflow. Estas dos operaciones se ejecutan una serie de

ciclos para ajustar la red al comportamiento esperado.

Por altimo, se guardan los resultados obtenidos y se cierra la sesién.
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Figura 39: Grafo c6digo Azure
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Los resultados obtenidos en esta fase, en cuanto al ajuste de la red neuronal, del
proyecto son los siguientes. Debido a que la precisién de la red neuronal se mide
mediante la funcién de perdida, se va a exponer este mismo valor como resultado. Antes
de nada, explicar que la funcién de pérdida es el computo del error obtenido del
resultado que ha sido predicho y el resultado real. Esta funcién habitualmente viene

dada por el error cuadratico medio o mediante validacion cruzada.

0.180
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0.140
0120
0.100
0.0800
0.0600

0.0400

0.0200 MV\_N‘.

e
- —e

0.00

Figura 40: Funcion de perdida Azure

Como se puede observar en la Figura 40: Funcién de perdida Azure se ha conseguido
una precisién importante por encima de un 99% de precision o lo que es lo mismo un

error inferior al 1%.

Otra conclusion que se ha extraido de esta fase del proyecto, mas enfocada al aumento
de rendimiento que proporciona una buena configuracién de software es la siguiente. Se
ha comprobado que, si la distribucién de carga entre varias gréficas se realiza de manera
automatica, dejando que Tensorflow lo distribuya entre los dispositivos, el rendimiento
es menor que si se realiza manualmente. Esto se debe a que cuando Tensorflow reparte
la carga, trata de utilizar todos los recursos disponibles, en cuanto a tarjetas graficas,
pero solo utiliza una de ellas para las tareas de computacién, del resto solo se utiliza la
memoria disponible. Esto se puede comprobar aumentando el tamafio del batch, o
conjunto de imagenes que se entrenan por ciclo, ya que lanza un error si se amplia lo
suficiente como para que no quepa en una sola grafica, en cambio si se ha distribuido

manualmente de manera adecuada, el tamafio del batch posible es mucho mayor.

Otro aspecto en el que afecta una buena distribucién de la carga es en el tiempo por
epoch, o tiempo se tarda en realizar un ciclo de aprendizaje. Ser ha comprobado que con
una buena distribucién de la carga computacional se reduce ligeramente el tiempo por
epoch. Esto se ha comprobado asignando una capa a cada gréfica y comparandolo con
la asignacién de todas las capas a una grafica. Los resultados numéricos obtenidos de

esta forma son un tiempo por epoch de alrededor de 37 segundos para la carga
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distribuida frente a los 45 segundos de la carga en una sola grédfica. Aun asi, esta
configuracién no es la que da el mejor resultado ya que, aunque internamente cada capa
trabaje de manera paralela, la forma de ejecucién entre una capa y otra es secuencial. El
mejor resultado lo dard una configuracién que incluya capas que se ejecuten de manera
paralela y que tengan una capa final que correlacione sus resultados. A la entrega de este

proyecto este trabajo atin esta en desarrollo.

4.3 Estudio de rendimiento Hardware
En este apartado se van a exponer los resultados del estudio de rendimiento de
hardware que se ha realizado durante el proyecto. Este apartado, como el anterior se va

a dividir en 2 fases.

Una primera fase en la que se han realizado pruebas en una maquina fisica disponible
en el INSIA, en este apartado se mostrara el diferente comportamiento de las graficas

con las diferentes configuraciones de hardware que se pueden realizar en Tensorflow.

En la segunda fase se expondra el trabajo realizado en Azure en donde se ha tratado
de estudiar la manera de obtener la mejor configuracién de hardware para obtener un
maximo rendimiento de los recursos. De esta fase se extraeran las conclusiones de que
tipo y configuracion de hardware se debe buscar para obtener un rendimiento maximo

del mismo, aprovechando al méximo los recursos disponibles.
4.3.1 Hardware utilizado

Hardware Local
Las especificaciones del sistema sobre el que se han utilizado para estas pruebas es el

siguiente:

e Placa base: Gigabyte GA-Z270X-UD3

e Procesador: Intel Core i7-6700K 4GHz

e RAM: Kingston 16GB 2133MHz DDR4

e Grafica 1: NVIDIA Titan Xp 12GB

e Grafica 2: NVIDIA GeForce GTX 1080 Ti 8 GB
e Sistema operativo: Ubuntu 16.04 Xenial

Hardware Azure
Las especificaciones del sistema sobre el que se han utilizado para estas pruebas es el

siguiente:

e Escenario virtualizado

e Procesador: 24 Ntcleos

e RAM: 224GB

e Graficas: 4x NVIDIA Tesla K80
e Disco: 1440 GB SSD
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e Sistema operativo: Ubuntu Server 16.04

4.3.2 Pruebas en la maquina local

Escenarios hardware

En este apartado se exponen los escenarios hardware que se han definido y utilizado
en este trabajo. Como se ha mencionado anteriormente estos escenarios hardware se han
definido mediante la configuracién interna de sesién de TensorFlow con lo que se
consigue que sin modificar el hardware fisicamente, se pueda configurar como va a ser

la ejecucioén del algoritmo.

En esta configuracion de sesiéon se pueden definir multitud de parametros
configurables, mediante los cuales se modifica el comportamiento del algoritmo sobre el
sistema. Algunos de estos parametros configurables son indicar sobre que GPU y/o CPU
se ejecuta el algoritmo, incluso se puede definir que parte de que algoritmo se ejecuta en
cada dispositivo. También se puede realizar balanceo de carga manual entre los
dispositivos, aunque Tensorflow ya realiza esta tarea automaticamente. Otro parametro
configurable es definir qué cantidad de memoria es utilizable en cada dispositivo, esto
puede resultar tutil si hay varios algoritmos ejecutandose a la vez o para configurar que
no se puede utilizar toda la capacidad de memoria de las tarjetas graficas, ya que si se

utiliza el 100% de memoria los servicios de las tarjetas graficas quedan bloqueadas.

4.3.3 Escenario 1(CPU)

En el primer escenario hardware se ha configurado Tensorflow para que funcione
tnicamente sobre CPU. Debido a esta configuracién no se utiliza ni la capacidad de
procesamiento ni la memoria disponible en las tarjetas graficas. Unicamente se utiliza la

capacidad de computacién del procesador y la memoria RAM disponible.

Como se puede ver en las gréficas de las figuras desde Figura 41: Potencia consumida
ambas gréficas hasta la Figura 43: Porcentaje de utilizacién ambas graficas con esta
configuracién es 0, las gréficas no son utilizadas. No consumen potencia, nada més la

necesaria para su funcionamiento basico y su memoria esta en valores minimos.

70



Potencia consumida
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Figura 41: Potencia consumida ambas graficas
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4.3.4 Escenario 2(2 graficas)

En el segundo escenario hardware se ha configurado Tensorflow para que se ejecute
automaticamente en paralelo en las dos tarjetas gréficas disponibles. Para asegurar un
rendimiento 6ptimo de las tarjetas graficas se ha configurado adicionalmente que el
algoritmo utilice como méximo un 90% de la memoria disponible en ambas tarjetas.
Cabe destacar que debido a que las tarjetas utilizadas son diferentes no se puede hacer
uso de un bus SLI entre las tarjetas lo que aumentaria un poco el rendimiento ya que con
él se tiene un bus dedicado para la comunicacién entre las tarjetas lo que permite no

sobrecargar el bus PCI de la placa base.

Los resultados de la ejecuciéon de esta configuraciéon se pueden encontrar en las
figuras desde la Figura 44: Potencia consumida ambas graficas hasta la Figura 46:
Porcentaje de utilizacién ambas graficas. Esta configuracion es mucho mds interesante
que la anterior, y es la mas comtnmente utilizada. Con esta configuracion Tensorflow
se encarga, al menos en la teoria, de distribuir la carga de computo de manera paralela

en las dos gréficas. Aunque en la préctica no es cierto.

Con una primera observacion a las graficas obtenidas se puede observar que ambas
graficas estdn consumiendo potencia, con lo que se sabe que ambas estan trabajando.
Esto también se puede ver mediante el comando nvidia-smi donde se pueden ver 2
procesos Python cargados en las graficas, uno por cada dispositivo. Esta conclusiéon seria

similar al observar las graficas de utilizacién de memoria o de utilizacion de la CPU.

Pero si se realiza una observaciéon mas profunda, concretamente en la Figura 46:
Porcentaje de utilizacién ambas gréficas, aunque en la figura de incluida en este proyecto
no se puede apreciar muy bien debido al tamafio, se puede observar que ambas graficas

nunca trabajan al mismo tiempo.

Lo tinico que hace Tensorflow es ciertamente repartir la carga computacional entre
las dos gréficas, pero no paralelamente como dice la teorfa y documentacién!?2 de
Tensorflow sino de manera serializada, con lo que realmente no se consigue un aumento
de potencia considerable en comparacion con los escenarios 3 y 4 que se verdn a
continuacién. Por supuesto, la capacidad de computo es muchisimo mayor que en la
utilizaciéon de CPU del escenario 1, por muchos motivos como mayor y mas rdpida
memoria principal, dedicacién exclusiva a estos procesos o mayor capacidad

computacional.

12 https://www.tensorflow.org/programmers_guide/using_gpu
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4.3.5 Escenarios3y4

En los dos altimos escenarios probados se ha configurado Tensorflow para que utilice
la capacidad de procesamiento de tnicamente una de las dos graficas disponibles,
aunque se ha comprobado que a pesar de que a la configuracion indica que se use solo
una de las dos graficas la memoria necesaria para Tensorflow se carga en ambas graficas
a la vez, aunque el procesamiento solo se realiza en una. Los resultados de estas
ejecuciones se pueden encontrar en las graficas de la Figura 47: Potencia consumida

ambas graficas hasta la Figura 52: Porcentaje de utilizacién ambas gréficas.
En las figuras:

e Figura 47: Potencia consumida ambas gréficas
e Figura 50: Potencia consumida ambas graficas

e Figura 49: Porcentaje de utilizacién ambas gréficas
e Figura 52: Porcentaje de utilizacién ambas gréficas

Se puede ver que son complementarias las dos primeras, 47 y 50, en cuanto a potencia
consumida, y las dos segundas, 49 y 52 en cuanto a la utilizacién. En cambio, si se

observan las figuras:

e Figura 48: Memoria utilizada ambas graficas
e Figura 51: Memoria utilizada ambas graficas

Se puede ver que ambas graficas tienen su memoria utilizada en un alto porcentaje,
sobre el 90 % de su capacidad, como se configur6 en Tensorflow, esto se debe a que si
Tensorflow detecta que no puede incluir todos los datos utilizados en sus
correspondientes tamafios de batch utilizados, utiliza todos los recursos disponibles en

cuanto a memoria, pero respeta la configuraciéon de utilizacién que se ha realizado.
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Las conclusiones que se han extraido de estos experimentos es que la configuracion
mediante el framework de Tensorflow de la utilizacién de los dispositivos, ciertamente
se refleja en estos, pero solo en concepto de computacién, en el caso de la memoria, toda

la memoria disponible es utilizada si es necesario.

En cuanto a velocidad de computacién, se puede asegurar que la utilizacién de las
GPUs proporciona un aumento de velocidad importante respecto a la computacion
sobre la CPU. Dentro de la computaciéon mediante GPUs se obtiene que se consigue un
pequertio aumento de la velocidad en el caso de permitir a Tensorflow distribuir la carga
entre las gréficas autométicamente, aunque no es significativo. Se consigue un aumento

significativo de la velocidad de computacion mediante la reparticion de la carga
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computacional mediante una distribucién 6ptima de la arquitectura de la red neuronal

convolucional entre los dispositivos disponibles.

4.3.6 Pruebas enla maquina Azure

En este apartado se van a exponer las pruebas que se han realizado en Azure.
Partiendo de todas las pruebas sobre el hardware que se realizaron en el apartado
anterior, en este apartado se ha tratado de desarrollar mucho maés la parte software, aun
asi, se han realizado dos pruebas importantes que muestran la diferencia de
comportamiento de las tarjetas gréficas cuando se trata de ejecutar la red neuronal en

todas las graficas en paralelo o en el caso de que se ejecute todo sobre una misma gréfica.

En estas dos pruebas, se ha utilizado la misma técnica que en apartado anterior,

mediante la modificacién de la configuracién de hardware a través de Tensorflow.

En la primera prueba se forzado la ejecucion de todas las capas de la red neuronal
convolucional sobre la misma tarjeta grafica. En el codigo, concretamente en la definiciéon
de la arquitectura de la red neuronal se ha indicado a tensorflow que ejecute cada capa

en la grafica 0 mediante el siguiente comando:

with tf.device('/device:GPU:0"'):

Con ello se consigue que toda la carga computacional de esta capa sea realizada por

la gréfica 0.
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Como se puede observar en las figuras:

e Figura 53: Potencia consumida
e Figura 54: Memoria utilizada
e Figura 55: Utilizacién
La grafica 0, pintada de color azul en todas las figuras, esta soportando toda la
potencia computacional. Esto se puede observar sobre todo en la Figura 53: Potencia
consumida ya que se ve que la tnica de las 4 graficas que esta consumiendo potencia es

la 0. En este experimento, debido al tamafio del batch bien ajustado y al tamafo de los
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datos de entrada la tnica grafica con memoria utilizada es la 0 pero Tensorflow cuenta
con una funcioén que, aunque se fuerce la utilizacion de la gréfica 0, si el tamafio del
conjunto de datos es demasiado grande o el batch estd mal ajustado a la memoria

disponible, Tensorflow utilizara la memoria libre de los otros dispositivos.

La Figura 55: Utilizacién también presenta de forma clara las gréficas se estan
utilizando ya que, aunque estan dibujados los graficos de utilizacién de las 4 gréficas, la

Unica en la que se puede apreciar utilizacién es la 0.

La segunda prueba que se ha realizado ha consistido en tratar de repartir la carga
computacional entre las graficas responsabilizando a cada grafica disponible la
computacion de una de las capas de la red neuronal convolucional, tal como se explicé

en el apartado de software.

Al realizar el experimento, el comportamiento de las gréficas obtenido ha sido el

siguiente:

Potencia consumida

200
180
160
140
120
100
80 ,
60 A T -
40
20

1 5 9 13 17 21 25 29 33 37 41 45 49 53 57 61 65 69 73 77 81 85 89 93 97 101105109

—K30 0 W e====KS80 1 W K80 2 W emmm=K80 3 W

Figura 56: Potencia consumida

80



Memoria

12000

10000

8000

6000

4000

2000 b [ \'j \ A

— n O M N~ N O MmN N oM N O MmN dn o0 MmN
— = NN AN T N N0 O O NN 000 0O

101
105
109

e K80_0_Mem  e=m==K80 1 Mem  e====K80_2_Mem  e=K80_3_Mem

Figura 57: Memoria utilizada

1,2

0,8

0

@

% utilizacion
: ‘ |

Ll

1 5 9 13 17 21 25 29 33 37 41 45 49 53 57 61 65 69 73 77 81 85 89 93 97 101105109

'S

0

~

o

K80 0 % K80 1 % K80 2 % K80 3 %
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Como se puede observar en la graficas anteriores, en este caso a diferencia del primer
experimento todas las graficas estan siendo utilizadas. Se puede ver claramente en la
Figura 58: Utilizacion ya que se ve como se superpone la computacién paralela de las 4
gréficas. Cabe destacar que en la Figura 57: Memoria utilizada se puede observar que la
gréfica 0 tiene mucha méas memoria utilizada que el resto, esto se debe a que en la grafica
0 se encuentran los placeholder, o puntos de entrada a Tensorflow, por lo que todos los

datos de entrada pasan por ella.
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Las conclusiones principales, en cuanto a hardware que se han extraido a partir de
los experimentos realizados en Azure son que la caracteristica mas importante para que
la ejecucion sea lo mds rapida posible, es que la grafica que realice la computacion tenga
una gran potencia de computacién. Se ha podido comprobar que la cantidad de memoria
disponible pasa a un segundo plano de importancia, ya que Tensorflow se apoyara en

los recursos disponibles utilizando memoria de otras gréficas.

También se ha podido comprobar que resulta mas eficiente tener una solo tarjeta
grafica mas potente que varias tarjetas graficas menos potentes, ya que a no ser que se
aplique técnicas novedosas de clustering o reparticion de carga entre las graficas,
comenzando por adaptar la arquitectura de la red, no se conseguird un aumento de

rendimiento importante.
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5 Conclusiones

Las conclusiones que se han extraido de la realizacién de este proyecto han sido las

siguientes.

En cuanto al hardware las conclusiones que se han realizado es que la eleccién
arquitectura optima del hardware a utilizar se puede definir de dos maneras
dependiendo de los recursos que se quieran emplear. En el caso de que los recursos sean
limitados como para adquirir equipos con varias tarjetas graficas, resulta mas eficiente
comprar una sola tarjeta grafica de mayor potencia que varias de menor potencia. Esto
se debe a que las tareas de paralelizacién de computo mediante software son bastante
complejas y resulta mas rentable ejecutar todo sobre una misma grafica. En el caso de
que se cuente con mayor capital a invertir, la opcién mas eficiente sera adquirir tarjetas

graficas potentes configuradas mediante los métodos expuestos en este trabajo.

En cuanto al software la solucién que proporciona mayor rendimiento es la
paralelizaciéon. Como se ha expuesto en este trabajo una paralelizacion por capas de la
red neuronal optimiza el uso de memoria, pero no aporta un rendimiento significativo a
la computacién. Por otro lado, una paralelizaciéon mediante grafos separados en cada
tarjeta grafica y unidos en su capa final por una capa full connected que proporcione una

salida no lineal, proporcionara un aumento de rendimiento exponencial.

Como conclusién, se asegura que la solucién con mayor rendimiento conjunto entre
software y hardware sera la implementada mediante un claster de Tensorflow, el cual
proporciona tanto paralelizacion software como hardware, lo que permitirad un aumento
de rendimiento importante. Este es la linea de trabajo por donde seguiré el proyecto a la

finalizacion de esta tesis.
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6 Lineas de trabajo futuro
Las principales lineas de trabajo futuro previstas para este proyecto son 2, las cuales

estdn muy diferenciadas ya que una va destinada al software y otra al hardware.

La primera linea de trabajo futuro es mejorar la optimizacion de la red neuronal de
manera que se solucionen los problemas de overfitting, underfitting, etc. Para ello hay

distintas configuraciones que se deben ajustar.

En primer lugar, la arquitectura de la red, esta debe ser coherente con los datos
disponibles, una arquitectura muy grande o pequefa, tanto en las capas como en

profundidad o ntimero de capas puede ser perjudicial para el aprendizaje.

Por otro lado, se deben optimizar ajustes como el learning rate adaptativo en el

tiempo, el tamafio del batch, el nimero de iteraciones, etc.

Todas estas configuraciones, y muchas otras deben ser ajustadas al unisono ya que la

diferente combinacién de ellas afectara al comportamiento y resultado del aprendizaje.

La segunda linea de trabajo futuro es la implementacién de un claster de Tensorflow,
el cual es capaz de aprovechar el rendimiento individual de varias méaquinas para

conseguir un rendimiento conjunto mayor con el objetivo de acelerar el aprendizaje.

Esta linea de trabajo tiene previsiones a medio-largo plazo ya que se trata de un
campo complejo, en el que se utiliza tecnologia que est4 en pleno desarrollo y por lo
tanto tiene fallos, poca comunidad detras que haya trabajado en ello, ademas de requerir
un esfuerzo monetario importante ya que cada una de las maquinas utilizadas debe
cumplir unos requisitos técnicos de capacidad computacional importante, lo que no es

barato.
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